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Содержание предыдущих лекций

Формула Байеса: P(A|B) =
P(B|A)P(A)

P(B)
;

Формула полной вероятности: P(B) = P(B|A)P(A) + P(B|A)P(A);
Определение априорных вероятностей и selection bias;
(Множественное) тестирование гипотез
Экспоненциальное семейства. Достаточные статистики.
Наивный байесовский классификатор. Связь целевой функции и
вероятностной модели.
Линейная регрессия: связь МНК и wML, регуляризации и wMAP.
Свойство сопряженности априорного распределения правдоподобию.
Прогноз для одиночной модели:

p(ytest|Xtest,Xtrain, ytrain) =

∫

p(ytest|w,Xtest)p(w|Xtrain, ytrain)dw.

Связь апостериорной вероятности модели и обоснованности
p(Mi|Xtrain, ytrain) ∝ p(Mi)pi(ytrain|Xtrain).
Обоснованность: понимание и связь со статистической значимостью.
БЛогР: обоснованность и отбор признаков, апостериорное
распределение. Нелинейная разделяющая; выбросы и пропуски.
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EM-алгоритм

Пусть D = (X, y) – наблюдаемые переменные, Z – скрытые переменные.
p(D, Z|Θ) = p(D|Z, Θ)p(Z|Θ).

Вопрос 1: как решить задачу p(D|Θ) =

∫

p(D, Z|Θ)dZ → max
Θ

?

Пример 1. y = Xw + ε, w ∼ N (w|0, A−1), ε ∼ N (0, β−1I)
p(y, w|X, A, β) = p(y|X, w, β)p(w|A).

log p(y|X, A, β−1

︸ ︷︷ ︸

Θ

) ∝ − 1

2
log det(β−1I+XA−1X

T
)− 1

2
y

T
(β−1I+XA−1X

T
)−1y.

EM-алгоритм
Введем F (q, Θ) = −

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(D, Z|Θ)dZ =

−

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(Z|D, Θ)dZ+

∫

log p(D|Θ)q(Z)dZ =

log p(D|Θ)−

∫

q(Z) log q(Z)
p(Z|D,Θ)dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

Идея 1: p(D|Θ) → max
Θ

заменим на F (q, Θ) → max
q,Θ

.

Идея 2: Пошагово оптимизируем по Θ и q, то есть

1 E-шаг: qs = F (q, Θs−1) → max
q

;

2 M-шаг: Θs = F (qs, Θ) → max
Θ

.
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EM-алгоритм для максимизации обоснованности

y = Xw + ε, w ∼ N (w|0, A−1), ε ∼ N (0, β−1I)
p(y, w|X, A, β) = p(y|X, w, β)p(w|A) =.

log p(y, w|X, A, β) ∝ m
2 log β − β

2 ‖y −Xw‖2 + 1
2 log detA− 1

2w
T
Aw.

F (q, A, β) = −

∫

q(w) log q(w)dw +

∫

q(w) log p(y, w|X, A, β)dw =

log p(y|X, A, β)−DKL(q(w)‖p(w|y, X, A, β)) → max
q,A, β

.

E-шаг (считаем A, β фиксированными)
F (q, A, β) → max

q
⇐⇒ q(w) = p(w|y, X, A, β) = N (w|w0, Σ

−1
0 ), где

Σ0 = A+ βX
T
X, w0 = βΣ−1

0 X
T
y.

M-шаг (считаем q(w) фиксированным)

Eq(w) log p(y, w|X, A, β) =

∫

q(w) log p(y, w|X, A, β)dw → max
A, β

.

F̃ (A, β) = m
2 log β − β

2E‖y −Xw‖2 + 1
2

n∑

j=1

log αj −
1
2

n∑

j=1

αjEw
2
j → max

A, β
.

∂F
∂αj

= 1
2αj

− 1
2Ew

2
j = 0 ⇐⇒ αj =

1
Ew2

j

.

Hint: 1 = αj(E
2wj +Dwj) =⇒ αnew

j =
1−αold

j Dwj

E2wj
.

∂F
∂β

= m
2β − 1

2E‖y −Xw‖2 = 0 ⇐⇒ β = m
E‖y−Xw‖2 .
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EM-алгоритм для максимизации обоснованности

Потенциал поля точечного заряда: ϕ = k q
r
.

Пусть имеется несколько зарядов q1, . . . , ql в точках z1, . . . , zl.

Тогда ϕ(x) = k

l∑

i=1

ql
‖x−zl‖

. По набору точек x1, . . . , xm и измеренным

yi = ϕ(xi)− ϕ(∞)
︸ ︷︷ ︸

=0

+εi, εi ∼ N (εi|0, β
−1)

требуется оценить ϕ(x) для x из тестовой выборки.
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y = Φw + ε, ε ∼ N (ε|0, β−1I), где

Φ =
∥
∥
∥

1
δ+‖xi−xj‖

∥
∥
∥ , i, j = 1, m;

w ∼ p(w|A) = N (w|0, A−1).

Шаг 1: p(ytrain|Φtrain, A, β) → max
A, β

позволит отобрать признаки.

Шаг 2: Прогноз для тестовой выборки:

p(ytest|Φtest, Φtrain, ytrain) =

∫

p(ytest|w, Φtest)p(w|Φtrain, ytrain)dw
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Результаты для задачи восстановления потенциала
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EM-алгоритм: воспоминание

Пусть D = (X, y) – наблюдаемые переменные, Z – скрытые переменные.
p(D, Z|Θ) = p(D|Z, Θ)p(Z|Θ).

Вопрос 1: как решить задачу p(D|Θ) =

∫

p(D, Z|Θ)dZ → max
Θ

?

EM-алгоритм
Введем F (q, Θ) = −

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(D, Z|Θ)dZ =

−

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(Z|D, Θ)dZ+

∫

log p(D|Θ)q(Z)dZ =

log p(D|Θ)−

∫

q(Z) log q(Z)
p(Z|D,Θ)dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

Идея 1: p(D|Θ) → max
Θ

заменим на F (q, Θ) → max
q,Θ

.

Идея 2: Пошагово оптимизируем по Θ и q, то есть

1 E-шаг: qs = F (q, Θs−1) → max
q∈Q

;

2 M-шаг: Θs = F (qs, Θ) → max
Θ

.

Вопрос: Зачем q ∈ Q? Как E-шаг был выполнен при максимизации
обоснованности для модели линейной регрессии?
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Вариационный EM-алгоритм. E-шаг

F (q, Θs−1) → max
q∈Q

⇐⇒ DKL(q‖p(Z|D, Θ)) → min
q∈Q

.

DKL(q‖p(Z|D, Θ)) = log p(D|Θ) +

∫

q(Z) log
q(Z)

p(D, Z|Θ)
dZ.

Пусть Q =

{

q : q(Z) =
K∏

k=1

q(Zk)

}

, тогда

DKL(q‖p(Z|D, Θ)) ∝

∫ K∏

k=1

q(Zk) log

∏K
j=1 q(Zj)

p(D, Z1, . . . , ZK |Θ)
dZ1 . . . dZK =

∫

q(Zk) log q(Zk)




∏

j 6=k

∫

q(Zj)dZj





︸ ︷︷ ︸

=1

dZk −
∑

j 6=k

Cj

∫

q(Zk)dZk

︸ ︷︷ ︸

=1

−

∫

q(Zk)





∫
∏

j 6=k

q(Zj) log p(D, Z1, . . . , ZK |Θ)dZj 6=k





︸ ︷︷ ︸

Eq\k log p(D, Z|Θ)

dZk ∝

∫

q(Zk) log
q(Zk)

1
C
eEq\k log p(D, Z|Θ)

dZk → min
q(Zk)

.
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Вариационный EM-алгоритм

F (q, Θ) =

∫

q(Z) log
p(D, Z|Θ)

q(Z)
dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

E-шаг.

∫

q(Zk) log
q(Zk)

1
C
eEq\k log p(D, Z|Θ)

dZk → min
q(Zk)

.

Полный алгоритм

Пошагово оптимизируем по Θ и q(Zk), k = 1, . . . , K, то есть

1 E-шаг: log q(Zs
k) ∝ Eq\k log p(D, Z|Θs−1);

2 M-шаг: Eqs log p(D, Z|Θ) → max
Θ

.

Вопрос 1: зачем нужна факторизация? Чем полученные итеративные
формулы лучше формул полного EM-алгоритма?
Вопрос 2: как понять, что в конкретной задаче формулы E и M-шагов
выписаны верно?
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Нарушение свойства p(w|xi) = p(w)

Предполагаемый результат
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Реальные данные
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Вопрос: Как можно учесть указанную нелинейность в модели?
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