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Gaussians Mixture Model (GMM)

Convex combination of 𝑘 different 𝑛-dimensional Gaussians with:

• weights 𝑤𝑖 ∈ 0,1 ,  𝑖=1
𝑘 𝑤𝑖 = 1;

• means 𝜇𝑖 ∈ ℝ𝑛;

• covariance matrices Σ𝑖 ∈ ℝ𝑛×𝑛

Let 𝐹𝑖 = 𝒩 𝜇𝑖 , Σ𝑖 ⟹

𝐹𝑖  𝑥 =
1

2𝜋
𝑛
2 det Σ𝑖

exp −
1

2
 𝑥 − 𝜇𝑖

𝑇Σ𝑖
−1  𝑥 − 𝜇𝑖

𝐹 =  𝑖=1
𝑘 𝑤𝑖𝐹𝑖 - the density of the GMM
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Defining the Problem - 1

• Пара гауссиан 𝒩 𝜇1, Σ1 и 𝒩 𝜇2, Σ2 являются △ - разделенными, если 𝜇1 − 𝜇2 ≥△ 𝜎1 + 𝜎2 .

• Смесь гауссиан является △-разделенной, если любая пара компонент является △-разделенной.

• 𝐹 =  𝑖 𝑤𝑖𝐹𝑖 является△- статистически обучаемой, если:

• 𝑤𝑀𝑖𝑛 ≥ △

• min
𝑖≠𝑗

𝐷 𝐹𝑖 , 𝐹𝑗 ≥ △, где 𝐷 𝑓 𝑥 , 𝑔 𝑥 =
1

2
 
ℝ𝑛 |𝑓 𝑥 − 𝑔 𝑥 |𝑑𝑥

• 𝜃 = 𝑤𝑖 , 𝜇𝑖 , Σ𝑖 , … , 𝑤𝑘 , 𝜇𝑘 , Σ𝑘

• Пусть 𝑝𝜃 - семейство распределений с параметром 𝜃 ∈ Θ. Для каждого 𝜃 определим радиус распознавания:

• ℛ 𝜃 = sup 𝑟 > 0 ∀𝜃1 ≠ 𝜃2, 𝜃1 − 𝜃 < 𝑟 ∧ 𝜃2 − 𝜃 < 𝑟 ⟹ 𝑝𝜃1
≠ 𝑝𝜃2

• Если условие не может быть выполнено, то ℛ 𝜃 = 0.
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Defining the Problem - 2

• Радиус распознавания для 𝜃 для GMM:

• ℛ 𝜃 2 = min
1

4
min
𝑖≠𝑗

𝜇𝑖 − 𝜇𝑗
2

+ Σ𝑖 − Σ𝑗 𝐹

2
, 𝑤𝑀𝑖𝑛

2

• Набор параметров для смеси из 𝑘 гауссиан  𝜃 =  𝑤1  𝜇1,  Σ1 , … ,  𝑤𝑘 ,  𝜇𝑘 ,  Σ𝑘

является 𝜖-близкой оценкой для 𝜃, если ∃𝜋 ∈ 𝑆𝑘: ∀𝑖 ∈ [𝑘] ⟹

• 𝑤𝑖 −  𝑤𝜋 𝑖 ≤ 𝜖

• 𝑑 𝒩 𝜇𝑖 , Σ𝑖 , 𝒩  𝜇𝜋 𝑖 ,  Σ𝜋 𝑖 ≤ 𝜖

• Пример расстояния: 𝐷𝑝 𝒩 𝜇, Σ , 𝒩 𝜇′, Σ′ = 𝜇 − 𝜇′ + Σ − Σ′
𝐹. 

• Алгоритм 𝐴 эффективно изучает смесь из 𝑘 гауссиан размерности 𝑛, если для 1 >
𝜖 > 0 и 1 > 𝛿 > 0 𝐴 возвращает оценку  𝜃, которая находится в 𝜖-окрестности 

реального значения 𝜃 с вероятностью ≥ 1 − 𝛿, и работает за 𝑝𝑜𝑙𝑦 𝑛,
1

𝜖
,
1

𝛿
,

1

𝑤𝑀𝑖𝑛
,
1

△
.
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Learning GMMs
• Алгоритм содержит три шага:

• Проекция данных размерности 𝑛 на одно или несколько подпространств размерности 𝑝𝑜𝑙𝑦 𝑘 , 𝑘 ≪ 𝑛.

• Определение каждой точки к одной из компонент смеси или использование другого метода оценки 
параметров.

• Восстановление компоненты в изначальном пространстве размерности 𝑛.
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Spectral Learning - 1
Spectral Algorithm for Learning GMMs
[Vempala and Wang, 2002]
𝑀 ← 𝑆

𝒘𝒉𝒊𝒍𝒆 𝑆 ≠ ∅ 𝒅𝒐

𝐶𝑜𝑚𝑝𝑢𝑡𝑒 𝑡ℎ𝑒 𝑘

− 𝑑𝑖𝑚𝑒𝑛𝑠𝑖𝑜𝑛𝑎𝑙 𝑆𝑉𝐷 𝑠𝑢𝑏𝑠𝑝𝑎𝑐𝑒 𝑊 𝑜𝑓 𝑆

𝑃𝑟𝑜𝑗𝑒𝑐𝑡 𝑆 𝑜𝑛𝑡𝑜 𝑊

𝑅 ← max
𝑥∈𝑆

min
𝑦∈𝑆

𝑥 − 𝑦

𝑆′ ← 𝑥 ∈ 𝑆: min
𝑦∈𝑆

𝑥 − 𝑦 ≤ 3  𝜖𝑅2

𝐺 ← ∅

𝒘𝒉𝒊𝒍𝒆 𝑆′ ≠ ∅ 𝒅𝒐

𝐿𝑒𝑡 𝑥, 𝑦 𝑏𝑒 𝑡ℎ𝑒 𝑡𝑤𝑜 𝑐𝑙𝑜𝑠𝑒𝑠𝑡 𝑝𝑜𝑖𝑛𝑡𝑠 𝑖𝑛 𝑆′

𝑙 ← 𝑥 − 𝑦 2 1 + 8
6 ln

𝑀
𝛿

𝑘
𝐻 ← 𝑤 ∈ 𝑆′: 𝑥 − 𝑤 2 ≤ 𝑙

𝑆′ ← 𝑆′/𝐻

𝐺 ← 𝐺 ∪ 𝐻

𝒆𝒏𝒅 𝒘𝒉𝒊𝒍𝒆

𝑅𝑒𝑝𝑜𝑟𝑡 𝑒𝑎𝑐ℎ 𝐻 ∈ 𝐺 𝑤𝑖𝑡ℎ 𝑣𝑎𝑟𝑖𝑎𝑛𝑐𝑒

𝑔𝑟𝑒𝑎𝑡𝑒𝑟 𝑡ℎ𝑎𝑛
3𝜖𝑅2

𝑘
𝑎𝑠 𝑡ℎ𝑒 𝑠𝑒𝑡 𝑜𝑓 𝑝𝑜𝑖𝑛𝑡𝑠 𝑔𝑒𝑛𝑒𝑟𝑎𝑡𝑒𝑑 𝑏𝑦 𝑜𝑛𝑒

𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 𝑜𝑓 𝑡ℎ𝑒 𝑚𝑖𝑥𝑡𝑢𝑟𝑒 𝑎𝑛𝑑

𝑟𝑒𝑚𝑜𝑣𝑒 𝑡ℎ𝑜𝑠𝑒 𝑝𝑜𝑖𝑛𝑡𝑠 𝑓𝑟𝑜𝑚 𝑆

end while
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Spectral Learning – 2

• Theorem [Kannan et al., 2005]. Пусть 𝑊 является 𝑘 – мерным 
пространством главных компонент выборки 𝑆, где данные 
порождаются смесью из 𝑘 компонент. Для каждого 𝑖 ∈ 𝑘 пусть 𝜇𝑖,𝑆 -
математическое ожидание 𝑆𝑖 и 𝜎𝑖,𝑆

2 𝑊 - максимальная дисперсия 𝑆𝑖

из всех направлений в 𝑊. Тогда:

 

𝑖=1

𝑘

𝑆𝑖 𝑑 𝜇𝑖,𝑆, 𝑊
2

≤ 𝑘  

𝑖=1

𝑘

𝑆𝑖 𝜎𝑖,𝑆
2 𝑊

• Lemma. Пусть 𝐹 – логарифмически выпуклое распределение на ℝ𝑛 с 
математическим ожиданием 𝜇 и вторым моментом 

𝑅2 = 𝔼𝐹 𝑋 − 𝜇 2 . Тогда ∃ c > 0: ∀𝑡 > 1 ⟹ Pr 𝑋 − 𝜇 > 𝑡𝑅 < 𝑒−𝑐𝑡
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Spectral Learning - 3
Spectral algorithm for learning log-concave mixtures
[Kannan et al., 2005]

𝑚 ← 𝑆
𝒘𝒉𝒊𝒍𝒆 𝑆 ≠ ∅ 𝒅𝒐

𝐶𝑜𝑚𝑝𝑢𝑡𝑒 𝑡ℎ𝑒 𝑘 − 𝑑𝑖𝑚𝑒𝑛𝑠𝑖𝑜𝑛𝑎𝑙 𝑆𝑉𝐷
𝑠𝑢𝑏𝑠𝑝𝑎𝑐𝑒 𝑊 𝑢𝑠𝑖𝑛𝑔 𝑎 𝑠𝑢𝑏𝑠𝑒𝑡 𝑇 𝑜𝑓 𝑆 𝑜𝑓 𝑠𝑖𝑧𝑒 𝑚0

𝑆 ← 𝑆\T
𝑃𝑟𝑜𝑗𝑒𝑐𝑡 𝑆 𝑜𝑛𝑡𝑜 𝑊
𝒇𝒐𝒓 𝒂𝒍𝒍 𝑥 ∈ 𝑆 𝒅𝒐
• 𝐶𝑎𝑙𝑐𝑢𝑙𝑎𝑡𝑒 𝑡ℎ𝑒 𝑠𝑒𝑡 𝑆 𝑥 𝑐𝑜𝑛𝑠𝑖𝑠𝑡𝑖𝑛𝑔 𝑜𝑓

𝑡ℎ𝑒 𝑐𝑙𝑜𝑠𝑒𝑠𝑡
1

2
𝑤𝑀𝑖𝑛𝑚 𝑝𝑜𝑖𝑛𝑡 𝑡𝑜 𝑥

• 𝐹𝑖𝑛𝑑 𝑡ℎ𝑒 𝑚𝑒𝑎𝑛 𝜇 𝑥 𝑜𝑓 𝑆 𝑥
• 𝐹𝑜𝑟𝑚 𝑡ℎ𝑒 𝑚𝑎𝑡𝑟𝑖𝑥 𝐴 𝑥 𝑤ℎ𝑜𝑠𝑒 𝑟𝑜𝑤𝑠 𝑎𝑟𝑒

𝑦 − 𝜇 𝑥 𝑓𝑜𝑟 𝑒𝑎𝑐ℎ 𝑦 ∈ 𝑆 𝑥

• 𝐶𝑎𝑙𝑐𝑢𝑙𝑎𝑡𝑒 𝜎 𝑥 , 𝑡ℎ𝑒 𝑙𝑎𝑟𝑔𝑒𝑠𝑡 𝑠𝑖𝑛𝑔𝑢𝑙𝑎𝑟
𝑣𝑎𝑙𝑢𝑒 𝑜𝑓 𝐴 𝑝 ,
𝑖. 𝑒. 𝑡ℎ𝑒 𝑚𝑎𝑥𝑖𝑚𝑢𝑚 𝑠𝑡𝑎𝑛𝑑𝑎𝑟𝑑 𝑑𝑒𝑣𝑖𝑎𝑡𝑖𝑜𝑛
𝑜𝑓 𝑆 𝑥 𝑖𝑛 𝑊

𝒆𝒏𝒅 𝒇𝒐𝒓
𝑥0 ← arg max

𝑥∈𝑆
𝜎(𝑥)

𝑇0

← 𝑥 ∈ 𝑇: 𝑊 𝑥0 − 𝑊 𝑥 ≤
𝑘𝑙𝑜𝑔𝑁

𝑤𝑀𝑖𝑛
𝜎 𝑥 ,

𝑤ℎ𝑒𝑟𝑒 𝑊 𝑥 𝑑𝑒𝑛𝑜𝑡𝑒𝑠 𝑡ℎ𝑒 𝑝𝑟𝑜𝑗𝑒𝑐𝑡𝑖𝑜𝑛 𝑜𝑓 𝑥 𝑡𝑜 𝑊
𝑅𝑒𝑝𝑜𝑟𝑡 𝑇0 𝑎𝑠 𝑡ℎ𝑒 𝑠𝑒𝑡 𝑜𝑓 𝑝𝑜𝑖𝑛𝑡𝑠 𝑔𝑒𝑛𝑒𝑟𝑎𝑡𝑒𝑑 𝑏𝑦

𝑜𝑛𝑒 𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 𝑜𝑓 𝑡ℎ𝑒 𝑚𝑖𝑥𝑡𝑢𝑟𝑒 𝑎𝑛𝑑
𝑟𝑒𝑚𝑜𝑣𝑒 𝑡ℎ𝑜𝑠𝑒 𝑝𝑜𝑖𝑛𝑡𝑠 𝑓𝑟𝑜𝑚 𝑇

𝒆𝒏𝒅 𝒘𝒉𝒊𝒍𝒆
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Projection Approaches - 1
Random Projection

• Moitra and Valiant [2010] → 𝜖-близкая оценка с 𝐷 ∙,∙ и 
расстоянием между гауссианами.

• Kalai et al. [2010] → изучение смеси из двух гауссиан:
• The 1D Learnability Lemma

• The Random Projection Lemma

• The Parameter Recovery Lemma
⇓

Algorithm for learning mixtures of two Gaussians
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Projection Approaches - 2
Random Projection

Learning mixtures of two Gaussians [Kalai et al., 2010]

2016 10/15

𝑃𝑖𝑐𝑘 𝑎 𝑟𝑎𝑛𝑑𝑜𝑚 𝑢𝑛𝑖𝑡 𝑣𝑒𝑐𝑡𝑜𝑟 𝑢

𝐶ℎ𝑜𝑜𝑠𝑒 𝑛2𝑣𝑒𝑐𝑡𝑜𝑟𝑠 𝑢1, … , 𝑢𝑛2 𝑡ℎ𝑎𝑡 𝑎𝑟𝑒 𝑓𝑎𝑖𝑟𝑙𝑦 𝑐𝑙𝑜𝑠𝑒 𝑡𝑜 𝑢

𝒇𝒐𝒓 𝒂𝒍𝒍 𝑖 ∈ 𝑛2 𝑑𝑜

𝑙𝑒𝑎𝑟𝑛 𝑣𝑒𝑟𝑦 𝑎𝑐𝑐𝑢𝑟𝑎𝑡𝑒 𝑢𝑛𝑖𝑣𝑎𝑟𝑖𝑎𝑡𝑒 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 𝑓𝑜𝑟 𝑡ℎ𝑒 𝑝𝑟𝑜𝑗𝑒𝑐𝑡𝑖𝑜𝑛 𝑜𝑓 𝑡ℎ𝑒

𝑚𝑖𝑥𝑡𝑢𝑟𝑒 𝑜𝑛𝑡𝑜 𝑢𝑖

𝒆𝒏𝒅 𝒇𝒐𝒓

𝑅𝑒𝑐𝑜𝑣𝑒𝑟 𝑡ℎ𝑒 𝑡𝑟𝑢𝑒 𝑛 − 𝑑𝑖𝑚𝑒𝑛𝑠𝑖𝑜𝑛𝑎𝑙 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 𝑓𝑜𝑟 𝑡ℎ𝑒 𝑚𝑖𝑥𝑡𝑢𝑟𝑒

𝑤𝑖𝑡ℎ ℎ𝑖𝑔ℎ 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦



Projection Approaches - 3
Random Projection

• Пусть GMM 𝐹 из 𝑘 гауссиан параметризована 𝜃. Тогда GMM  𝐹 из 

𝑘′ < 𝑘 гауссиан параметризована  𝜃 является 𝝐 − близким

разделением 𝐹 если существует сюръективное отображение 

𝜋: 𝑘 → 𝑘′ :

• ∀𝑗 ∈ 𝑘′ :  𝑖:𝜋 𝑖 =𝑗 𝑤𝑖 −  𝑤𝑗 ≤ 𝜖

• ∀𝑖 ∈ 𝑘 : 𝐷𝑝 𝒩 𝜇𝑖 , Σ𝑖 , 𝒩  𝜇𝜋 𝑖 ,  Σ𝜋 𝑖 ≤ 𝜖
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Projection Approaches - 4
Random Projection
Anisotropic algorithm for learning GMMs [Moitra and Valiant, 2010]

2016 12/15

𝑃𝑙𝑎𝑐𝑒 𝑡ℎ𝑒 𝑠𝑎𝑚𝑝𝑙𝑒𝑠 𝑖𝑛 𝑖𝑠𝑜𝑡𝑟𝑜𝑝𝑖𝑐 𝑝𝑜𝑠𝑖𝑡𝑖𝑜𝑛
𝑅𝑢𝑛 𝑡ℎ𝑒 𝐻𝑖𝑒𝑟𝑎𝑟𝑐ℎ𝑖𝑎𝑙 𝐶𝑙𝑢𝑠𝑡𝑒𝑟𝑖𝑛𝑔 𝐴𝑙𝑔𝑜𝑟𝑖𝑡ℎ𝑚 𝐻𝐶𝐴
𝒊𝒇 𝐻𝐶𝐴 𝑟𝑒𝑡𝑢𝑟𝑛𝑠  𝐹 𝒕𝒉𝒆𝒏

𝒓𝒆𝒕𝒖𝒓𝒏  𝐹, 𝑤ℎ𝑖𝑐ℎ 𝑖𝑠 𝑎𝑛 𝜖 − 𝑐𝑙𝑜𝑠𝑒 𝑒𝑠𝑡𝑖𝑚𝑎𝑡𝑒 𝑜𝑓 𝐹 𝑤. ℎ. 𝑝.
𝒆𝒍𝒔𝒆 𝐻𝐶𝐴 𝑟𝑒𝑡𝑢𝑟𝑛𝑠 𝑝𝑎𝑟𝑡𝑖𝑡𝑖𝑜𝑛 𝑎 𝐴, 𝐵

• 𝐷𝑟𝑎𝑤 𝑎𝑛 𝑎𝑑𝑑𝑖𝑡𝑖𝑜𝑛𝑎𝑙 𝑠𝑎𝑚𝑝𝑙𝑒 𝑠𝑒𝑡 𝑆 𝑓𝑟𝑜𝑚 𝑠𝑎𝑚𝑝𝑙𝑒 𝑜𝑟𝑎𝑐𝑙𝑒 𝑓𝑜𝑟 𝐹
• 𝑅𝑢𝑛 𝑡ℎ𝑒 𝑎𝑛𝑖𝑠𝑜𝑡𝑟𝑜𝑝𝑖𝑐 𝑎𝑙𝑔𝑜𝑟𝑖𝑡ℎ𝑚 𝑜𝑛 𝑡ℎ𝑒 𝑠𝑎𝑚𝑝𝑙𝑒𝑠 𝑆𝐴 ⊂

𝑆 𝑡ℎ𝑎𝑡 𝑎𝑟𝑒 𝑖𝑛 𝐴 𝑡𝑜 𝑔𝑒𝑡  𝐹𝐴

• 𝑅𝑢𝑛 𝑡ℎ𝑒 𝑎𝑛𝑖𝑠𝑜𝑡𝑟𝑜𝑝𝑖𝑐 𝑎𝑙𝑔𝑜𝑟𝑖𝑡ℎ𝑚 𝑜𝑛 𝑡ℎ𝑒 𝑠𝑎𝑚𝑝𝑙𝑒𝑠 𝑆𝐵 ⊂
𝑆 𝑡ℎ𝑎𝑡 𝑎𝑟𝑒 𝑖𝑛 𝐵 𝑡𝑜 𝑔𝑒𝑡  𝐹𝐵

𝒓𝒆𝒕𝒖𝒓𝒏  𝐹 =
𝑆𝐴

𝑆
 𝐹𝐴 +

𝑆𝐵

𝑆
 𝐹𝐵

𝒆𝒏𝒅 𝒊𝒇



Projection Approaches
Deterministic Projection

• Семейство вероятностных плотностей 𝑝𝜃, параметризованных 𝜃 является 
полиномиальным семейством, если каждый 𝑙 – мерный момент 
𝑀𝑖1,…,𝑖𝑙 𝜃 =  𝑥1

𝑖1 ⋯ 𝑥𝑙
𝑖𝑙𝑑𝑝𝜃 существует и может быть представлен как 

𝑝𝑜𝑙𝑦 𝜃1, … , 𝜃𝑚 , и если 𝑝𝜃 однозначно определяется своими моментами.

• Theorem [Belkin and Sinha, 2010b]. Пусть 𝑝𝜃 - полиномиальное семейство 
распределений. Тогда ∃ 𝑁 ∈ ℕ: 𝑝𝜃1

= 𝑝𝜃2
⇔ 𝑀𝑖 𝜃1 = 𝑀𝑖 𝜃2 ∀𝑖 ∈ [𝑁].

• Пусть ℰ 𝜃 = 𝑤 ∈ Θ: 𝑝𝑤 = 𝑝𝜃 . Тогда 𝜖-соседи 𝜃 – это объединение 
окрестностей вокруг каждой точки ℰ 𝜃 :

𝒩 𝜃, 𝜖
= 𝑤 ∈ Θ: ∃𝑤′, 𝜃′ ∈ Θ, 0 < 𝜖′ < 𝜖 ⇒ 𝑤′ ∈ ℰ 𝜃′ ∧ 𝑤 − 𝑤′ < 𝜖′ ∧ 𝜃 − 𝜃′ < 𝜖 − 𝜖′ .

• Theorem [Belkin and Sinha, 2010b]. Для 𝜃 ∈ Θ если ℰ 𝜃 = 𝜃1, … , 𝜃𝑘 -
ограниченное множество, то ∃ такой алгоритм, который для 𝜖 >
0 возвращает  𝜃 с 𝜖′ = min 𝜖, min𝑗 ℛ 𝜃𝑗 для 𝜃𝑖 для некоторого 𝑖 ∈ 𝑘 и с 
вероятностью 1 − 𝛿 использует 𝑝𝑜𝑙𝑦 1/𝜖′, 1/𝛿 образцов.
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𝐹𝑖𝑛𝑑 𝑡ℎ𝑒 2𝑘2 − 𝑑𝑖𝑚𝑒𝑛𝑠𝑖𝑜𝑛𝑎𝑙 𝑐𝑜𝑜𝑟𝑑𝑖𝑛𝑎𝑡𝑒 𝑠𝑢𝑏𝑠𝑝𝑎𝑐𝑒 𝑊 𝑤𝑖𝑡ℎ 𝑚𝑎𝑥𝑖𝑚𝑢𝑚 𝑒𝑚𝑝𝑒𝑟𝑖𝑐𝑎𝑙 ℛ 𝜃
𝑃𝑟𝑜𝑗𝑒𝑐𝑡 𝑆 𝑜𝑛𝑡𝑜 𝑊
𝐸𝑠𝑡𝑖𝑚𝑎𝑡𝑒 𝑡ℎ𝑒 𝑚𝑒𝑎𝑛𝑠 𝑎𝑛𝑑 𝑐𝑜𝑣𝑎𝑟𝑖𝑎𝑛𝑐𝑒 𝑒𝑛𝑡𝑟𝑖𝑒𝑠 𝑓𝑜𝑟 𝑡ℎ𝑒𝑠𝑒 2𝑘2 𝑐𝑜𝑜𝑟𝑑𝑖𝑛𝑎𝑡𝑒𝑠 𝑏𝑦 𝑇ℎ𝑒𝑜𝑟𝑒𝑚
𝒇𝒐𝒓 𝒂𝒍𝒍 𝑒𝑖 ∉ 𝑊 𝒅𝒐

𝑊𝑖 ← 𝑠𝑝𝑎𝑛 𝑊, 𝑒𝑖

𝑝𝑟𝑜𝑗𝑒𝑐𝑡 𝑆 𝑜𝑛𝑡𝑜 𝑊𝑖

𝑒𝑠𝑡𝑖𝑚𝑎𝑡𝑒 𝑡ℎ𝑒 𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 𝑣𝑎𝑟𝑖𝑎𝑛𝑐𝑒 𝑎𝑛𝑑 𝑚𝑒𝑎𝑛𝑠 𝑎𝑙𝑜𝑛𝑔 𝑒𝑖 𝑏𝑦 𝑇ℎ𝑒𝑜𝑟𝑒𝑚
𝒇𝒐𝒓 𝒂𝒍𝒍 𝑒𝑗 ∉ 𝑊 𝒅𝒐

𝑊𝑖𝑗 ← 𝑠𝑝𝑎𝑛 𝑊, 𝑒𝑖 , 𝑒𝑗

𝑝𝑟𝑜𝑗𝑒𝑐𝑡 𝑆 𝑜𝑛𝑡𝑜 𝑊𝑖𝑗

𝑒𝑠𝑡𝑖𝑚𝑎𝑡𝑒 𝑡ℎ𝑒 𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 𝑐𝑜𝑣𝑎𝑟𝑖𝑎𝑛𝑐𝑒 𝑏𝑒𝑡𝑤𝑒𝑒𝑛 𝑒𝑖𝑎𝑛𝑑 𝑒𝑗 𝑏𝑦 𝑇ℎ𝑒𝑜𝑟𝑒𝑚

𝒆𝒏𝒅 𝒇𝒐𝒓
𝒆𝒏𝒅 𝒇𝒐𝒓



Спасибо за внимание!

2016 15/15


