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1. Введение. Основные понятия машинного обучения 

 

 Неформально машинное обучение можно представить как процесс на-

хождения неизвестного решающего правила (или неизвестной целевой функ-

ции)  по некоторой начальной информации, которая обычно не является пол-

ной. Говорят, что значения аргументов искомой функции в совокупности яв-

ляются описанием объекта в некоторой проблемной области или даже проще 

– допустимым объектом. Если целевая функция принимает только два значе-

ния, то еѐ называют классифицирующей или классификатором. Уточняя про-

цесс обучения нужно определить  следующее: 

 информацию о множестве (допустимых) объектов; 

 о каком неизвестном решающем правиле или функции идѐт речь; 

 что предоставляется в качестве начальной информации; 

 в каком классе решающих правил будет отыскиваться решение; 

 какие дополнительные свойства множества допустимых объектов и 

функций должны быть учтены; 

 как будет осуществляться обучение (естественно предполагать, что ис-

пользуется конечный компьютер или шире – вычислимые функции, но 

в теории машинного обучения  построения  зачастую выходят за рамки 

указанных классов); иначе говоря, определить алгоритм обучения как 

отображение начальной информации в некоторое множество решаю-

щих правил; 

 как оценивать качество обучения; 

 как определять, существует ли возможность достижения требуемого 

качества обучения при перечисленных условиях (имеет ли место обу-

чаемость). 

Если машинное обучение предполагает нахождение характеристиче-

ских функций множеств,  то такое обучение обычно называют обучением 

распознаванию. Собственно распознавание состоит в применении найденных 

в процессе обучения решающих правил для определения принадлежности 

рассматриваемым множествам объектов, не содержавшихся в начальной ин-

формации. 

Уточнения неформальной постановки приводит к большому числу спе-

цифических задач машинного обучения и распознавания. Попытка предста-

вить классификацию таких задач была предпринята в статьях [4]. Важно от-

метить, что получить уточнения задачи машинного обучения по всем пере-

численным выше пунктам удаѐтся не всегда. 

Далее будет рассматриваться задача машинного обучения распозна-

ванию по прецедентам (примерам) в соответствии с принципом эмпириче-

ской индукции (обобщения) в следующей постановке. Множество допусти-

мых объектов , называемое признаковым пространством, состоит из век-

торов  (или точек признакового пространства) ),...,(~
1 nxxx , значения ко-

ординат которых в совокупности представляют описания объектов. Предпо-
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лагается, что на множестве  существует вероятностное распределение 

P . Вид этого распределения будет полагаться неизвестным. Неизвестная, но 

существующая (целевая) функция }1,0{:  принадлежит некоторому 

семейству , которое также является неизвестным. Требуется, используя 

начальную  информацию – обучающую выборку длины l ,  извлечь  из вы-

бранного заранее класса решающих правил   такую функцию  

}1,0{: , которая  как можно более точно приближает неизвестную 

целевую функции .   Качество найденной в процессе обучения функции   

в рассматриваемом случае можно представить как вероятностную меру не-

совпадения целевой функции   с найденной в результате обучения функци-

ей .  Проще говоря  –  как вероятность  ошибки функции , которая мо-

жет быть выражена при помощи интеграла Лебега при условии измеримости 

соответствующих функций: 

)~()~()~(~ xdPxxErr
x

. 

Чем меньше вероятность  ошибки Err   выбранного при обучении решаю-

щего правила , тем лучше результат обучения. Но  величину  Err  опре-

делить точно невозможно, поскольку неизвестна целевая функция  и в по-

давляющем большинстве случаев неизвестна вероятностная мера P .  Поэто-

му в статистической теории обучения используются подходящие оценки ве-

роятности Err  снизу и сверху. 

 Обучающая выборка 
l
jjjl xX 1)},~{(  состоит из примеров – пар 

«точка – значение неизвестной функции в этой точке»: )~( jj x . Точки, 

входящие в выборку, извлекаются из  множества  случайно и независимо в 

соответствии с распределением P . Естественно потребовать, чтобы с ростом 

длины обучающей выборки (с увеличением числа обучающих примеров) ве-

личина Err  стремилась к нулю.  В общих чертах это характеризует обучае-

мость, как возможность достижения нужной точности  извлекаемой в про-

цессе обучения решающей  функции  .  

Понятие обучаемости возможно точно определить не единственным 

способом, и это приводит к существенным различиям в постановке задачи и  

построении моделей обучения. Если )Pr(Err , где ),(l , то 

величину  называют точностью, а )1(  – надежностью оценки выбран-

ного решающего правила . 

 Процесс машинного обучения может быть упрощенно представлен 

схемой (рис.1), в соответствии с которой следует обратить внимание на сле-

дующие обстоятельства. 

Выборка может быть извлечена различными способами, и это должно 

уточняться – должна  быть определена схема извлечения выборки. 
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Результат обучения – решающая функция  – может быть извлечена 

из семейства  различными методами. Понятие метода или алгоритма 

обучения является центральным, поскольку главным образом именно его вы-

бор определяет: будет ли иметь место обучаемость. Алгоритм обучения 

управляет процессом выбора решения , используя обучающую выборку. С 

точки зрения постановки задачи, предполагая компьютерную реализацию, 

целесообразно говорить именно об алгоритме обучения. А с точки зрения 

центральной роли этого алгоритма в схеме машинного обучения, представля-

ется возможным применение термина «метод обучения» [3]. Далее будет ис-

пользоваться термин «алгоритм обучения». 

 Любой алгоритм обучения A  представляет собой  отображение мно-

жества всех допустимых обучающих выборок во  множество AIm  – 

образ отображения A .  

 

               
Рис.1. Схематическое представление процесса обучения 

 

Будем называть приведенное выше уточнение задачи машинного обу-

чения функциональным.  В большинстве современных научных работ, по-

священных машинному обучению, даѐтся другое – теоретико-множественное 

уточнение.  
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Концептами называют собственные подмножества . Классом кон-

цептов называют семейство 2H  концептов. В дальнейшем полагается, 

что семейства концептов состоят из борелевских множеств. Задание класси-

фицирующей функции }1,0{:   взаимно-однозначно определяет кон-

цепт h  как множество }1)~(:~{)(1 xxDomh . Множество, на 

котором функция   принимает значение 0, является дополнением концепта   

h  во множестве .   Примером (обучающим примером) концепта Hh  

называют пару ),~(x , где 1, если hx~ , и 0 , если hx~ .  Выбор-

ка – это множество примеров некоторого концепта. Длина выборки – это 

число содержащихся в ней примеров.  

Если класс  концептов H  является перечислимым ( ,..., 21 hh ), то его 

можно представлять перечислением конечных бинарных строк 

),...(),( 21 hshs , определенным образом описывающих входящие в класс кон-

цепты. Такой подход позволяет рассматривать сложность концепта как длину 

кратчайшей описывающей его строки и использовать другие (не кратчайшие) 

строки-описания с целью оценивания сложности концепта. 

Некоторый выделенный концепт Gg  называют целевым, а соот-

ветствующую ему функцию  – целевой.  Целевая функция полагается неиз-

вестной и принадлежащей некоторому классу  )(G .   

Обучающий алгоритм A   использует выборку lX  длины ),(All  в 

соответствии с вероятностным распределением P  на  и  вычисляет  кон-

цепт-гипотезу HShh AA )(  по этой обучающей выборке.  

Таким образом, имеет место следующее соответствие (табл. 1): 

 
Табл. 1. Классифицирующие функции и концепты 

Неизвестная заранее целевая клас-

сифицирующая функция  

Неизвестный целевой концепт – 

множество )(1Domg  

Неизвестный класс функций , 

которому принадлежит функция  

Неизвестный класс концептов G , 

содержащий целевой концепт fg ; 

)(1
}:{
DomG  

Решающая функция  – результат 

обучения 

Результирующий концепт – мно-

жество )(1Domh  

Известный, заранее выбранный 

класс функций , из которого в 

процессе обучения извлекается 

функция  

Известный, заранее выбранный 

класс концептов H , содержащий 

результирующий концепт h ; 

)(1
}:{
DomH  
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Из приведенной таблицы видно, что использование концептов приво-

дит к постановке задачи обучения на теоретико-множественной основе,  ко-

торая эквивалентна постановке этой же задачи на функциональном подходе.  

Оба подхода имеют свои преимущества, и в силу эквивалентности представ-

ленных в таблице теоретико-множественных и функциональных описаний их 

можно и нужно использовать по мере проявления нужных преимуществ.  

 

2. Обучаемость 
 

Говоря неформально, понятие обучаемости необходимо для того, что-

бы иметь возможность находить ответ на вопрос: удастся ли при некоторых 

заданных алгоритмах обучения и семействах функций, из которых извлекает-

ся решающее правило, достигнуть приближения этого правила к неизвестной 

целевой функции с нужной точностью?  Т. е. можно ли в результате обучения 

получить достаточно точную аппроксимацию неизвестной целевой функции? 

Для понятия обучаемости существует ряд различных определений. 

Определение 1 (PAC-learning, Probably Approximately Correct-learning).  

1) Будем говорить, что класс концептов 2G  является PAC -

обучаемым (или ),( -обучаемым) с использованием класса концептов 

2H , если найдется (обучающий) алгоритм A ,  который при любом ве-

роятностном распределении P  на , при любом целевом концепте  Gg , 

для любых 
2

1
,0:, , вычисляет по обучающей выборке lX , извле-

ченной в соответствии с распределением P  на , концепт-гипотезу Ah , и 

при этом существует функция ),(ll , которая определяет длину обу-

чающей выборки, обеспечивающую выполнение неравенства 

1})(Pr{ ghP A
, 

где )\()\( AAA hgghgh , а }Pr{Z  – вероятность того, что  событие 

Z  – истинно.   

Классы концептов H   и G , вообще говоря,  могут совпадать. В этом 

случае будем называть алгоритм обучения A  собственным или согласован-

ным с целевым концептом: GXA l )( . Вариант модели PAC обучаемости, 

когда целевой концепт g  заведомо содержится в используемом для обучения 

классе концептов H , называют реализуемой PAC  моделью (The Realizable 

PAC Model) или правильной PAC -обучаемостью [15]. 

2) Полиномиальная PAC  обучаемость (RBPAC – Resource Bounded 

PAC) при всех  перечисленных  в первой части определения условиях допол-

нительно требует, чтобы алгоритм A  обеспечивал ),( -обучение (выпол-

нялся) за число шагов, ограниченное полиномом от /1 , /1 , числа n  пере-

менных-признаков, длины описания )(Hs  класса концептов   H , и также  
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использовал длину обучающей выборки, ограниченную полиномом от всех 

указанных величин.  

Наименьшее число примеров, обеспечивающее полиномиальную PAC  

обучаемость называют сложностью выборки относительно алгоритма обу-

чения A .    ⁯ 

Важно обратить внимание на то, что в определении PAC-обучаемости 

не оговариваются никакие (кроме сложностных в RBPAC ) свойства алго-

ритма обучения. Может применяться любой удовлетворяющий определению 

алгоритм A . Но при этом область его значений как алгоритмического ото-

бражения точно не оговаривается: возможно, что она совпадает с классом 

концептов H , но не исключается, что она существенно уже класса H . При 

этом распределение вероятностей P  на  может быть любым. В силу такой 

широкой трактовки понятия PAC обучаемости, необходимым  и достаточным 

условием для еѐ достижения является конечность VC  размерности класса, из 

которого извлекается концепт. 

Теорема 1 [6]. Класс концептов H  является PAC обучаемым тогда и 

только тогда, когда )(HVCD . 

Сложностные свойства алгоритма обучения, фигурирующие в RBPAC  

модели, предназначены для гарантии эффективной (полиномиальной) реали-

зуемости обучения. Многие авторы научных работ в области машинного 

обучения не уделяют внимания сложности обучающих алгоритмов, ограни-

чиваясь только требованием их сходимости. Для RBPAC  обучаемости пре-

дыдущая теорема верна при условии полиномиальной сложности алгоритма 

обучения. 

Алгоритм обучения (и решающее правило) называют согласованными 

(с обучающей выборкой), если  решающее правило правильно классифици-

рует все примеры обучающей выборки. Если  – число примеров, непра-

вильно классифицируемых выбранным при обучении решающим правилом, а 

l   – длина обучающей выборки, то величину 
l

emp   называют эмпириче-

ской частотой ошибок. Согласованные алгоритмы обеспечивают выбор ре-

шающих правил, имеющих 0emp . Будем говорить, что алгоритм обуче-

ния частично согласован с обучающей выборкой, если 0. Тогда он со-

гласован с некоторой подвыборкой длины l . 

Определение 2 (Agnostic PAC-learning). Пусть P  – вероятностное рас-

пределение (неизвестное) на }1,0{  и }1,0{:g  – заранее неизвестная 

(целевая) функция. Пусть  }}1,0{:{hH  – класс гипотез; hXA l )(  

– гипотеза, которую, используя обучающую выборку 
l

jjjl xX 1),~( ,  из-

влекает из H  обучающий алгоритм A ; )~( jj xg .  Ошибка гипотезы h  

согласно мере P   есть })~(:),~{()( xhxPhErr . Эмпирическая ошиб-
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ка гипотезы h  есть })~(:),~{(
1

)( xhXx
l

hErr ll . Говорят, что име-

ет место agnostic PAC обучаемость, если для любых положительных 

1, , для любого распределения P  на }1,0{   можно указать такое зна-

чение ),,,( HAll , что для любой случайно извлеченной в соответствии 

с 
lP обучающей выборкой lX  длины l  имеет место неравенство  

1})(inf))((Pr{ hErrXAErr l
Hh

l .  □ 

В определении Agnostic PAC learning не фигурирует класс, в котором 

содержится целевой концепт. Распределение вероятностей полагается произ-

вольным и предполагается использование принципа минимизации эмпириче-

ского риска ( )(inf hErrl
Hh

).  По сравнению с PAC обучением, модель Agnostic 

PAC learning шире, но и для неѐ остаѐтся справедливым необходимое и дос-

таточное условие обучаемости  – конечность класса, в котором заведомо со-

держится образ алгоритма обучения ( AIm ).  

GSL обучаемость,  определяемая далее, практически является Agnostic 

PAC обучаемостью – «едва заметным» еѐ расширением в случае, когда верх-

няя грань семейства всевозможных вероятностных распределений не являет-

ся достижимой. 

Определение 3 (Обобщенная статистическая обучаемость, GSL [25]). 

При условиях, сформулированных в определении, статистическая обучае-

мость имеет место, если для любого 0 можно указать такое значение 

длины обучающей выборки  ),,,( HAll , что 

1})(inf))((Pr{sup hErrXAErr l
Hh

l
P P

, 

где P – всевозможные вероятностные распределения на }1,0{ .  

 Рассмотрим ещѐ ряд определений обучаемости, встречающихся в науч-

ной литературе. 

Определение 4 [25]. Будем говорить, что при обучении имеет место 

равномерная сходимость независимо от распределений (DFUC), если 

             0|})()(|sup{sup l
lX

l
l

HhP

dPhErrhErr
P

  при  l . 

Определение 5 [21]. H  называется -равномерным классом Гливенко-

Кантелли, если 

0}|)()(|supsupPr{sup hErrhErr l
HhlmP P

.  

Теорема 2 [21]. Пусть H  – класс функций из  в }1,0{ . Тогда H  яв-

ляется равномерным классом Гливенко-Кантелли (uGC),  если и только если 

)(HVCD . 
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Определение 6 [1,2]. (Двусторонняя) равномерная сходимость по Вап-

нику (VUC) имеет место при обучении в классе решающих правил H , если 

для любого положительного 1 

0}|)()(|supPr{lim hErrhErr l
Hhl

. 

В этом определении независимость от вероятностного распределения 

не указана. Речь идет о некотором имеющемся распределении на }1,0{ , в 

соответствии с которым происходит случайное и независимое извлечение  

примеров в обучающую выборку. Однако полученное В. Н. Вапником доста-

точное условие равномерной сходимости – конечность )(HVCD – не зависит 

от свойств распределения. Также независимым от свойств распределения яв-

ляется необходимое и достаточное условие равномерной сходимости [27, c. 

57] для любой вероятностной меры. 

                              0
)(

lim
l

lGH

l
,                                                    (1) 

где )~,...,~(supln)( 1

)~,...,~( 1

l
H

xx

H xxNlG
l

l

 – функция роста семейства H , а 

)~,...,~( 1 l
H xxN – число способов разбиения выборки на два класса гипотезами 

семейства H . Если условие (1) не выполняется, то найдѐтся вероятностная 

мера на }1,0{ , для которой равномерная сходимость по Вапнику не бу-

дет иметь места [27, c. 72]. 

При выполнении достаточного условия равномерной сходимости по 

классу гипотез H  – ограниченности )(HVCD  – выбор любой гипотезы 

Hh , минимизирующей эмпирический риск, с ростом длины обучающей 

выборки будет гарантировать со сколь угодно большой вероятностью 1  

сколь угодно малое отклонение вероятности ошибки выбранной гипотезы  h  

от еѐ эмпирической ошибки на обучающей выборке.  Причем ограниченность 

)(HVCD  гарантирует равномерную сходимость при любом вероятностном 

распределении P  на }1,0{ . Конечность )(HVCD  перестаѐт быть необ-

ходимым условием, если не требовать выполнения равномерной сходимости 

для любых распределений. Так, в работе [23] рассматривается обучаемость в 

случае неатомических (диффузных) вероятностных мер, и такое сужение ус-

ловий приводит к некоторому новому определению модулярной VC  размер-

ности )mod( 1HVC , которая, вообще говоря,  может быть конечной при 

)(HVCD . 

Одним из подходов к получению оценок ошибок алгоритмов обучения 

(эмпирического обобщения) является оценивание их устойчивости. Под ус-

тойчивыми обучающими алгоритмами понимаются такие, которые извле-

кают гипотезы, незначительно изменяющиеся при малом изменении обу-

чающей выборки. Получаемые при таком подходе оценки оказываются неза-
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висимыми от VC  размерности используемого пространства гипотез [8,9], а 

скорее зависят от того, как алгоритм обучения осуществляет поиск в этом 

пространстве, и поэтому можно рассчитывать на обучаемость в случае, когда 

пространство гипотез имеет бесконечную VC  размерность. Но  при этом 

следует оговаривать,  о каком определении обучаемости идет речь. 

 Введение в определение обучаемости дополнительных свойств алго-

ритма обучения влечѐт сужение этого определения, выделяет частный слу-

чай из множества ситуаций, когда алгоритм обучения является произволь-

ным, и может ослабить необходимые и достаточные условия обучаемости. 

 Подход  на основе устойчивости обучающих алгоритмов требует вве-

дения некоторых окрестностей для выборки (в пространстве обучающих вы-

борок) и для выбираемой гипотезы (в пространстве гипотез). В этом плане он 

близок к подходу, основанному на оценке подмножества используемых гипо-

тез, которое в силу свойств выбранного алгоритма обучения может оказаться 

гораздо более узким по сравнению со всем пространством  гипотез. 

 Естественно считать малым изменением заданной выборки удаление из 

неѐ ровно одного примера (или замену в ней ровно одного примера на произ-

вольный другой пример). Всевозможные такие удаления образуют своеоб-

разную окрестность выборки. Еѐ называют Loo окрестностью (Leave-one-out). 

Обучение в окрестности данной выборки приводит к отбору алгоритмом 

обучения, вообще говоря, различных гипотез, близость которых можно оце-

нивать, сравнивая частоты ошибок этих гипотез на выборке. 

 Пусть   – истинное значение целевой функции в точке x~ , а 

)( lXAh  – выбранная обучающим алгоритмом A  по выборке 
l

jjjx 1),~(  

длины l  решающая функция.   Определим функцию потерь (ошибку): 

.)~(,1

;)~(,0
)~,(

xh

xh
xh  

 Обозначим 
j

lX  обучающую выборку, из которой удалѐн пример 

l

jjjx 1),~( , и )( i
lXA   –  найденное обучающим алгоритмом A  по этой уко-

роченной на единицу выборке 
j

lX  решающее правило h . 

Определение 7. Loo-ошибкой называется усреднѐнная по всем приме-

рам обучающей выборки  
l

jjjx 1),~(  величина функции потерь 

l
j j

j
l xXA

l 1
)~),((

1
  . 

 Определение 8 [20]. Алгоритм обучения A  называется LooCV  устой-

чивым (Leave-one-out Cross-Validation)  независимо от распределения, если 

для любой вероятностной меры, для любой длины выборки l , для любой 

точки jx~  найдутся такие положительные )(l , 1)(l , что 
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},...,1{ lj    )(1)}()~),(()~),((Pr{ llxXAxXA jlj
j

l , 

где 0)(l  и 0)(l   при l . 

 Согласно определению, LooCV  устойчивость предполагает сколь угод-

но близкую точность обучающего алгоритма в Loo окрестности обучающей 

выборки с ростом еѐ длины l  для каждого из l  вариантов извлечения одного 

примера. 

 Определение 9 [20]. Алгоритм обучения A  называется errELoo  устой-

чивым независимо от распределения, если для любой вероятностной меры 

найдутся такие положительные , 1, что 

1}|)~),((
1

))((Pr{|
1

l
j j

j
lll xXA

l
XAErr . 

 В отличии от определения,  errELoo  устойчивость предполагает сколь 

угодно близкую точность обучающего алгоритма и средней точности по Loo 

окрестности. 

 Определение 10. Алгоритм обучения A  называется LOO устойчивым, 

если он является LooCV  и errELoo  устойчивым (по каждому малому «от-

клонению» и в среднем по малой окрестности). 

 Теорема 3 [20]. LooCV  устойчивость алгоритма обучения A  является 

необходимым и достаточным условием равномерной сходимости частоты 

ошибок решающего правила )(Ah , выбранного из заданного семейства H  

при обучении методом минимизации эмпирического риска, к вероятности его 

ошибки.  

 Доказательство этой теоремы приведено в [20]. 

 Различные определения обучаемости, приведенные выше, некоторым 

образом связывались с семействами гипотез. Но говорить об обучаемости 

можно и в более общей постановке как о возможности эмпирического обоб-

щения.  

Определение. Универсальное эмпирическое обобщение (universal gene-

ralization)  имеет место, если для любой выбранной алгоритмом обучения  

гипотезы частота  ошибки этой гипотезы на обучающей выборке сходится 

по вероятности  к еѐ математическому ожиданию при неограниченном 

росте длины обучающей выборки независимо от вероятностного распреде-

ления, то есть  

0  0}))(())((Pr{ lll XAErrXAErr  при l  

для любой гипотезы )( lXA  и для любой меры 
lP . 

 Теорема 4 [20]. LOO устойчивость алгоритма обучения при условии 

ограниченности функции потерь является достаточным условием для обес-

печения универсального эмпирического обобщения. 
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 Доказательство. Оценим математическое ожидание квадрата отклоне-

ния математического ожидания ошибки решающего правила (гипотезы) 

)( lXAh , выбранной LOO устойчивым алгоритмом обучения A , от эмпи-

рической ошибки этой  гипотезы.  И распределение 
lP , и семейство H , ко-

торому принадлежит гипотеза h , полагаются любыми. 

 
2)))(())((( llll XAErrXAErrΕ

2))()(( hErrhErr llΕ

2

11
)()~),((

1
)~),((

1
)( hErrxXA

l
xXA

l
hErr l

l
j j

j
l

l
j j

j
llΕ  

2

1
)~),((

1
)(2

l
j j

j
ll xXA

l
hErrΕ  

                                    

2

1
)()~),((

1
2 hErrxXA

l
l

l
j j

j
llΕ  . 

При переходе к неравенству использовано тождество 
222 22)( baba . 

Оценим второе слагаемое 

 
2

1
))(()~),((

1
2 ll

l
j j

j
ll XAErrxXA

l
Ε  

2

1
1

)~),((
1

)~),((
1

2
l
j j

j
l

l

i
jll xXA

l
xXA

l
Ε

2

1
2

)]~),(()~),(([
1

2
l

j
j

j

ljll xXAxXA
l

Ε  

l

i
j

j

ljll xXAxXA
l

M
1

)]~),(()~),(([
1

2 Ε  

(здесь использовано условие ограниченности функции потерь,  в силу кото-

рого  lMxXAxXA
l

j
j

j

ljl
1

)]~),(()~),(([ , где M  –  константа) 

l

j
j

j
ljll xXAxXA

l
M

1

)~),(()~),((
1

2 Ε        

l

j
j

j
ljll xXAxXA

l
M

1

)~),(()~),((
1

2 Ε  

)~),(()~),((2 j
j

ljll xXAxXAMΕ  
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Окончательно получаем  неравенство 

                                
2)))(())((( llll XAErrXAErrΕ  

2

1
)~),((

1
)(2

l
j j

j
ll xXA

l
hErrΕ

)~),(()~),((2 j
j

ljll xXAxXAMΕ , 

в правой части которого содержатся два слагаемых. Первое слагаемое соот-

ветствует определению errELoo  устойчивости, а второе  – LooCV  устойчи-

вости. Если оба эти слагаемые при l  одновременно стремятся к нулю, 

то, согласно определению, имеет место LOO устойчивость, что влечѐт эм-

пирическое обобщение, поскольку сумма указанных слагаемых является 

верхней оценкой вероятности математического ожидания ошибки выбранной 

гипотезы от еѐ эмпирической ошибки.  ⁯ 

 Существуют и другие  походы к определению устойчивости алгорит-

мов обучения. 

Определение 11. Пусть  в обучающей выборке 

)},~(),...,,~(),...,,~{( 11 lljjl xxxX  произведена замена ровно одного 

примера ),~( iix  на некоторый другой пример ),~(x . Будем обозначать по-

лученную после такой замены выборку 
i

lX


 и говорить, что 
i

lX


 получена из 

lX  по правилу RO (Replace one). 

Определение 12.  

1. Обучающий алгоритм A  называется равномерно RO устойчивым на 

уровне )(lstable , если для всех возможных 
i

lX


 и любого замещающего 

примера ),~(x   

l

i
stablel

i

l lxXAxXA
l 1

)()),~();(()),~();((
1 

, 

где )(  – число ошибок гипотезы, извлеченной обучающим алгоритмом A  

при некоторой заданной обучающей выборке.  

          2. Обучающий алгоритм Aназывается RO устойчивым в среднем на 

уровне )(lstable , если  

)()())),~();(()),~();(((
1

1

lXdPxXAxXA
l

stable

l

i X

l

l

l

i

l
l

l


.   

 3. Универсальной RO устойчивостью в среднем называется RO устой-

чивость в среднем для любого вероятностного распределения P . 

 Определение 13. Алгоритм обучения A  называется AERM  правилом 

(Asymptotic Risk Minimizer), если 

)())(inf))((( ldPhErrXAErr ermX

l
l

Hh
ll

l
, 
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и называется универсальным AERM  правилом, если AERM  имеет место для 

любого вероятностного распределения P .  В этом случае говорят, что имеет 

место универсальная AERM  устойчивость. 

 Определения устойчивости алгоритмов обучения, основанные на заме-

не одного из примеров обучающей выборки некоторым другим примером 

(RO), достаточно схожи с определениями LOO. Их различие  проявляется в 

некоторых результах обучения при помощи соответствующих алгоритмов 

[25]. 

 Теорема 4 [25, с. 33]. При использовании AERM  правила универсальная 

RO  устойчивость в среднем является необходимым и достаточным услови-

ем для обеспечения универсального эмпирического обобщения. 

Примеры устойчивых алгоритмов представлены в ряде научных работ.  

А. Елисеевым показана устойчивость алгоритма построения линейной рег-

рессии [9,10] с использованием правила RO согласно следующему определе-

нию. 

Определение 14  [9]. Обучающий алгоритм A  называется -

устойчивым относительно неотрицательной вещественной функции потерь 

, если 

|)~),(()~),((|~,
~,~, xXAxXAxXX ui

ll
lui

ll , 

где 
ui

lX
~,

– выборка, полученная из выборки lX путѐм замены в ней i го 

примера на некоторый другой пример u~  (правило RO). 

Теорема 5 [9]. Пусть A  есть -устойчивый обучающий алгоритм, 

функция потерь удовлетворяет условию MxXA l )~),((0  для любой 

обучающей выборки lX  и любого x~ . Тогда для любых 0 и 1l  

имеет место неравенство 

2

2

)4(

2
exp}2|))(())(({|

Ml

l
MXAErrXAErrP lll

l
, 

и с  вероятностью 1 ,  где 0  при l , 

 

l
MlXAErrXAErr lll

2

ln
)4(2))(())((

1

. 

Из последней теоремы видно, что обучаемость может иметь место 

независимо от ѐмкости класса гипотез H , которому принадлежат полу-

ченные -устойчивым алгоритмом обучения решающие правила )( lXA . 

 Доказательство этой теоремы основано на  следующей теореме Мак-

Дьярмида: 
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 Теорема 6 [19]. Пусть lX  – произвольная выборка, а 
ui

lX
~,
– выборка, 

полученная из lX  по правилу RO. Пусть 
lF : R  – любая измеримая 

функция и найдутся константы ,,...,1, mici  такие что  

i
ui

ll

uX

cXFXF
l

l

|)()(|sup
~,

~,

. 

Тогда 

l
i i

lll
l

c
XFXFP

1
2

22
exp}|)]([)({| Ε . 

 

Буске и Елисеев показали устойчивость тихоновской регуляриза-

ции при построении регрессии. Им же принадлежит результат об устойчиво-

сти SVM – Support Vector Machine [9]. 

Для метода потенциальных функций устойчивость установлена в рабо-

те [11].  В работе Р. Рифкина [24] показана устойчивость баггинга. Это ре-

зультат не представляется неожиданным, поскольку можно было предполо-

жить, что  использование совокупности решающих правил с усреднением  

должно повлечь устойчивость решений. Не рассматривая подробно устойчи-

вость баггинга, отметим только, что в упомянутой работе Рифкина использу-

ется несколько отличающееся от устойчивости определение устой-

чивости, применяемое для случая, когда решающие правила не являются би-

нарными, а принимают вещественные значения.  

Определение 15 [24]. Обучающий алгоритм A  называется -

устойчивым, если 

|)~)(()~)((|~,
~,~, xXAxXAxXX ui

ll
lui

ll , 

где 
ui

lX
~,

– выборка, полученная из выборки lX путѐм замены в ней i го 

примера на некоторый другой пример u~ . 

Определение -устойчивости, в котором оцениваются построенные 

алгоритмом обучения решающие правила (функция риска не фигурирует), 

оказалось более удобным для выполнения операций усреднения при исполь-

зовании машинного обучения для построения регрессии. 

                   

 

3. Сравнение моделей и условия обучаемости 

 

 

Различные определения обучаемости и устойчивости сведены ниже в 

таблицу 2 для их сравнительного анализа. Из таблицы видно, что в зависимо-

сти от определения обучаемости может быть явно указано или нет, в каком 

семействе (G ) содержится целевой концепт, и из какого семейства ( H ) из-
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влекается гипотеза. Например, в определении PAC  обучения эти два семей-

ства содержатся. А в определении Realizable PAC  обучения даже предпола-

гается, что HG . 

 
Табл. 2. Определения и модели обучаемости 

Определение 

обучаемости 

В каком 

семейст-

ве содер-

жится 

целевой 

концепт 

Из какого 

семейства 

извлекает-

ся гипоте-

за 

Для некоторой 

фиксированной 

или для любой 

вероятностной 

меры 

Требования к 

алгоритму 

обучения 

Другое 

PAC G H для любой – необходимое 

и достаточное 

условие – 

VCD(H)<∞ 

Realizable PAC H H для любой – необходимое 

и достаточное 

условие – 

VCD(H)<∞ 

Poly PAC G H для любой A PTIME  

Realizable Poly 

PAC 

H H для любой A PTIME  

Agnostic PAC – H некоторая фик-

сированная 

– достаточное 

условие – 

VCD(H)<∞ 

Равномерная 

сходимость по 

Вапнику (VUC) 

– H некоторая фик-

сированная 

– достаточное 

условие – 

VCD(H)<∞ 

Равномерный 

класс Гливенко-

Кантелли 

– H Для любой рав-

номерно 

– необходимое 

и достаточное 

условие – 

VCD(H)<∞ 

LOO устойчи-

вость 

– –  устойчивость в 

малой окрест-

ности выборки 

 

Универсальная 

PO устойчи-

вость 

– –  устойчивость в 

малой окрест-

ности выборки 

 

Универсальное 

эмпирическое 

обобщение 

– – для любой – LOO устой-

чивость – 

достаточное 

условие; 

универсаль-

ная PO ус-

тойчивость – 

необходимое 

и достаточное 

условие 

 

 

В теории В. Н. Вапника в определении равномерной сходимости  фигу-

рирует только семейство H . Универсальное эмпирическое обобщение не 

оговаривает явно ни семейство G , ни семейство H . Тем не менее,  при лю-
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бом подходе к машинному обучению его результатом является некоторая 

выбранная  алгоритмом A  гипотеза ),( lXAhh . Для разных обучающих 

выборок 
l

lX  эта выбранная гипотеза, вообще говоря, может оказаться 

различной.  Поэтому HASh l ),( , где AAS l Im),(  – множество 

всевозможных порождаемых алгоритмом A  гипотез, а H – любой содержа-

щий это множество класс, имеющий некоторое точное математическое опре-

деление. На практике семейство H  непосредственно определено выбором 

для решения задачи машинного обучения некоторой модели: нейронных се-

тей, решающих деревьев, SVM или др. Но именно алгоритм обучения A  оп-

ределяет сужение ),( lAS , оценка ѐмкости которого )),(( lASVCD  не 

превышает )(HVCD , и чем она меньше )(HVCD , тем точнее окажется 

оценка обучаемости, использующая VC  размерность. 

Считается, что фундаментальным результатом статистической теории 

обучения является следующий строго доказанный факт [5,23]. Если H  – 

класс концептов (решающих правил) над проблемной областью  с произ-

вольной вероятностной мерой и выполняются все необходимее условия из-

меримости, то следующие три утверждения эквивалентны: 

i. Для класса H  имеет место PAC  обучаемость для любой вероятност-

ной меры на . 

ii. H  является равномерным классом Гливенко-Кантелли. 

iii. )(HVCD  является конечной.  

Рассмотренные выше подходы к определению обучаемости и устойчи-

вости и полученные на их основе результаты позволяют расширить пред-

ставление о статистической теории обучения. 

Теория равномерной сходимости, PAC  обучаемость и универсальная 

способность к обобщению представляют собой достаточно широко опреде-

лѐнные модели. В них не оговариваются ни свойства распределения вероят-

ностей,  ни особенности алгоритма обучения, которые могут быть произ-

вольными. 

Фиксация свойств алгоритма обучения  (в частности, его заведомая ус-

тойчивость) позволяют сузить модель обучения и вследствие этого получить 

обучаемость даже в случае бесконечной VCразмерности семейства гипотез, 

в которое вложен образ AIm  алгоритма обучения A . 

Конечность VC  размерности также перестаѐт быть необходимым усло-

вием в некоторых случаях при конкретизации вероятностной меры (напри-

мер, в случае  диффузных или атомарных мер). 

Дополнительно выявленные фундаментальные положения дают объ-

яснение практически наблюдаемой обучаемости  при использовании некото-

рых алгоритмов и моделей обучения, несмотря на кажущееся противоречие 

с VC  теорией:  в действительности этого противоречия нет. 
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