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1 Задачи тематического моделирования

Тематическое моделирование (topic modeling) — одно из современных прило-
жений машинного обучения к анализу текстов, активно развивающееся с конца 90-х
годов. Тематическая модель (topic model) коллекции текстовых документов опреде-
ляет, к каким темам относится каждый документ и какие слова (термины) образуют
каждую тему.

Вероятностная тематическая модель (ВТМ) описывает каждую тему дис-
кретным распределением на множестве терминов, каждый документ — дискретным
распределением на множестве тем. Предполагается, что коллекция документов —
это последовательность терминов, выбранных случайно и независимо из смеси та-
ких распределений, и ставится задача восстановления компонент смеси по выборке.
В большинстве приложений требуется определить также и число тем.

Поскольку документ или термин может относиться одновременно ко многим
темам с различными вероятностями, говорят, что ВТМ осуществляет «мягкую» кла-
стеризацию документов и терминов по кластерам-темам. Тем самым решаются про-
блемы синонимии и омонимии терминов, возникающие при обычной «жёсткой» кла-
стеризации. Синонимы, часто употребляющиеся в схожих контекстах, с большой ве-
роятностью попадают в одну тему. Омонимы, употребляющиеся в разных контекстах,
распределяются между несколькими темами соответственно частоте употребления.

Тематические модели применяются для выявления трендов в научных публика-
циях или новостных потоках [46, 35], для классификации и категоризации докумен-
тов [29] и изображений [21, 14], для семантического информационного поиска [43],
в том числе многоязычного [36], для тегирования веб-страниц [19], для обнаружения
текстового спама [4], в рекомендательных системах [42] и других приложениях. Для
конкретности будем рассматривать применение ВТМ для категоризации и темати-
ческого поиска научных публикаций.

В информационном поиске документы принято представлять векторами, коор-
динаты которых соответствуют словам, а значения — статистическим характеристи-
кам слов, например частотам или tf-idf. Поиск документов по коротким запросам
реализуется путём поиска векторов, в которых часто встречаются слова запроса [3].
Тематическая модель позволяет использовать тот же механизм для поиска докумен-
тов схожей тематики по целому документу или по длинному фрагменту текста. При
этом документы представляются векторами тем, а не векторами слов. Векторами
тем представляются также связанные с документами объекты: термины, рисунки,
авторы, научные группы, организации, конференции, журналы, сайты и т. д., что
позволяет задавать в качестве запроса любой объект или совокупность объектов
и искать по ним объекты того же или другого типа, имеющие схожую тематику.

Тематические модели могут учитывать различные особенности языка и тексто-
вых коллекций. Существуют модели, выявляющие устойчивые последовательности
терминов, отслеживающие изменения тематики во времени или внутри отдельных
документов, строящие иерархические отношения между темами, учитывающие свя-
зи между документами через авторство или ссылки, и т. д. Многочисленные разно-
видности вероятностных тематических моделей описаны в обзоре [11].
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§1.1 Вероятностная модель коллекции документов

Пусть D — множество (коллекция) текстовых документов, W — множество
(словарь) всех употребляемых в них терминов (слов или словосочетаний). Каждый
документ d ∈ D представляет собой последовательность nd терминов (w1, . . . , wnd

) из
словаря W . Термин может повторяться в документе много раз.

Вероятностное пространство и гипотеза независимости. Предполагается, что
существует конечное множество тем T , и каждое употребление термина w в каждом
документе d связано с некоторой темой t ∈ T , которая не известна. Коллекция доку-
ментов рассматривается как множество троек (d, w, t), выбранных случайно и неза-

висимо из дискретного распределения p(d, w, t), заданного на конечном множестве
D×W × T . Документы d ∈ D и термины w ∈ W являются наблюдаемыми перемен-
ными, тема t ∈ T является латентной (скрытой) переменной.

Гипотеза о независимости элементов выборки эквивалентна предположению,
что порядок терминов в документах не важен для выявления тематики, то есть те-
матику документа можно узнать даже после произвольной перестановки терминов,
хотя для человека такой текст теряет смысл. Это предположение называют гипоте-
зой «мешка слов» (bag of words). Порядок документов в коллекции также не имеет
значения; это предположение называют гипотезой «мешка документов».

Приняв гипотезу «мешка слов», можно перейти к более компактному представ-
лению документа как подмножества d ⊂ W , в котором каждому элементу w ∈ d
поставлено в соответствие число ndw вхождений термина w в документ d.

Постановка задачи тематического моделирования. Построить тематическую

модель коллекции документов D — значит найти множество тем T , распределения
p(w | t) для всех тем t ∈ T и распределения p(t | d) для всех документов d ∈ D. Можно
также говорить о задаче совместной «мягкой» кластеризации множества документов
и множества слов по множеству кластеров-тем. Мягкая кластеризация означает,
что каждый документ или термин не жёстко приписывается какой-то одной теме,
а распределяется по нескольким темам.

Найденные распределения используются затем для решения прикладных задач.
Распределение p(t | d) является удобным признаковым описанием документа в зада-
чах информационного поиска, классификации и категоризации документов.

Гипотеза условной независимости. Будем полагать, что появление слов в доку-
менте d, относящихся к теме t, описывается общим для всей коллекции распределе-
нием p(w | t) и не зависит от документа d. Это предположение, называемое гипотезой

условной независимости, допускает три эквивалентных представления:

p(w | d, t) = p(w | t); p(d |w, t) = p(d | t); p(d, w | t) = p(d | t)p(w | t). (1.1)

Вероятностная модель порождения данных. Согласно определению условной
вероятности, формуле полной вероятности и гипотезе условной независимости

p(w | d) =
∑

t∈T

p(t | d) p(w | t), (1.2)
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Алгоритм 1.1. Вероятностная модель порождения коллекции документов.

Вход: распределения p(w | t), p(t | d);
Выход: выборка пар (di, wi), i = 1, . . . , n;

1 для всех d ∈ D
2 задать длину nd документа d;
3 для всех i = 1, . . . , nd

4 выбрать случайную тему t из распределения p(t | d);
5 выбрать случайный термин w из распределения p(w | t);
6 добавить в выборку пару (d, w), при этом тема t «забывается»;

где p(t | d) и p(w | t) — искомые распределения. Согласно порождающей модели (1.2),
коллекция D — это выборка наблюдений (d, w), генерируемых Алгоритмом 1.1.

Гипотеза разреженности. Естественно предполагать, что каждый документ d
и каждый термин w связан с небольшим числом тем t. В таком случае значительная
часть вероятностей p(t | d) и p(w | t) должна обращаться в нуль.

Если документ относится к большому числу тем (например, энциклопедия,
журнал, сборник статей), то в задачах тематического поиска или классификации
документов его имеет смысл разбивать на части, более однородные по тематике.

Если термин относится к большому числу тем, то, скорее всего, это общеупо-
требительное слово (стоп-слово), бесполезное для определения тематики.

Частотные (выборочные) оценки вероятностей. Вероятности, связанные с на-
блюдаемыми переменными d и w, можно оценивать по выборке как частоты (здесь
и далее выборочные оценки вероятностей p будем обозначать через p̂):

p̂(d, w) =
ndw

n
, p̂(d) =

nd

n
, p̂(w) =

nw

n
, p̂(w | d) =

ndw

nd

, (1.3)

ndw — число вхождений термина w в документ d;

nd =
∑

w∈W

ndw — длина документа d в терминах;

nw =
∑

d∈D

ndw — число вхождений термина w во все документы коллекции;

n =
∑

d∈D

∑

w∈d

ndw — длина коллекции в терминах.

Вероятности, связанные со скрытой переменной t, также можно оценивать как
частоты, если рассматривать коллекцию документов как выборку троек (d, w, t):

p̂(t) =
nt

n
, p̂(w | t) =

nwt

nt

, p̂(t | d) =
ndt

nd

, p̂(t | d, w) =
ndwt

ndw

, (1.4)

ndwt — число троек, в которых термин w документа d связан с темой t;

ndt =
∑

w∈W

ndwt — число троек, в которых термин документа d связан с темой t;

nwt =
∑

d∈D

ndwt — число троек, в которых термин w связан с темой t;

nt =
∑

d∈D

∑

w∈d

ndwt — число троек, связанных с темой t.
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В пределе n→ ∞ частотные оценки p̂(·), определяемые формулами (1.3)–(1.4),
стремятся к соответствующим вероятностям p(·), согласно закону больших чисел.
Частотная интерпретация даёт ясное понимание всех условных вероятностей, кото-
рые будут использоваться в дальнейшем.

Связь с задачами неотрицательного матричного разложения. Если число
тем |T | много меньше числа документов |D| и числа терминов |W |, то равенство
(1.2) можно понимать как задачу приближённого представления заданной матрицы
частот F =

(
p̂wd

)

W×D
, где p̂wd = p̂(w | d) = ndw/nd, в виде произведения F ≈ ΦΘ двух

неизвестных матриц меньшего размера — матрицы тем Φ = (ϕwt)W×T , ϕwt = p(w | t)
и матрицы документов Θ = (θtd)T×D, θtd = p(t | d).

Одно из таких представлений строится из |T | главных компонент сингулярного
разложения матрицы F и является решением задачи наименьших квадратов

∑

d∈D

∑

w∈W

(
p̂wd − p(w | d)

)2
=

∑

d∈D

∑

w∈W

(

p̂wd −
∑

t∈T

ϕwtθtd

)2

= ‖F −ΦΘ‖2 → min
Φ,Θ

. (1.5)

Сингулярное разложение имеет массу приложений в анализе данных, но для
тематического моделирования оно плохо подходит. Во-первых, столбцы получаемых
матриц Φ, Θ не удовлетворяют условиям неотрицательности и нормировки, поэтому
их нельзя интерпретировать как распределения. Во-вторых, квадратичная функция
потерь не чувствительна к малым различиям «хвостов» распределений, из-за кото-
рых их статистические свойства могут различаться существенно.

В вероятностном тематическом моделировании вместо принципа наименьших
квадратов используется принцип максимума правдоподобия. Он также приводит
к задаче матричного разложения вида (1.5), только вместо евклидовой нормы ис-
пользуется взвешенная дивергенция Кульбака–Лейблера.

§1.2 Предварительная обработка данных

Понятие «термина» может изменяться в зависимости от целей построения тема-
тической модели и таких особенностей задачи, как язык документов, средняя длина
документов, тематика коллекции.

Лемматизация и стемминг. При построении тематической модели нет смысла
различать формы (склонения, спряжения) одного и того же слова. Это приведёт
к неоправданному разрастанию словаря, дроблению статистики, увеличению ресур-
соёмкости и снижению качества модели.

Лемматизация — это приведение каждого слова в документе к его нормаль-
ной форме. В русском языке нормальными формами считаются: для существитель-
ных — именительный падеж, единственное число; для прилагательных — именитель-
ный падеж, единственное число, мужской род; для глаголов, причастий, дееприча-
стий — глагол в инфинитиве. Существуют специальные программы — лемматиза-

торы (lemmatizer), обычно основанные на явном хранении грамматического словаря
со всеми формами слов. Недостатком лемматизации является трудоёмкость состав-
ления словарей, и, как следствие, их неполнота, особенно по части специальной тер-
минологии и неологизмов, которые во многих приложениях как раз и представляют
наибольший интерес.
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ToDo1ссылка на рекомендуемые русский и английский лемматизаторы

Стемминг — это более простая технология, которая состоит в отбрасывании
изменяемых частей слов, главным образом, окончаний. Она не требует хранения сло-
варя всех слов и основана на правилах морфологии языка. Недостатком стемминга
является большее число ошибок. Стемминг хорошо подходит для английского языка,
но хуже подходит для русского.

ToDo2ссылка на рекомендуемые русский и английский стеммеры

Отбрасывание стоп-слов. Слова, встречающиеся во многих текстах различной те-
матики, бесполезны для тематического моделирования, и могут быть отброшены.
К ним относятся предлоги, союзы, числительные, местоимения, некоторые глаго-
лы, прилагательные и наречия. Число таких слов обычно варьируется в пределах
нескольких сотен. Их отбрасывание почти не влияет на длину словаря, но может
приводить к заметному сокращению длины некоторых текстов.

Отбрасывание редких слов. Слова, встречающиеся в длинном документе слишком
редко, например, только один раз, также можно отбрасывать, полагая, что данное
слово не характеризует тематику данного документа. При обработке коллекций ко-
ротких новостных сообщений этот приём лучше не использовать.

Выделение ключевых фраз. При обработке коллекций научных, юридических
или других специальных текстов вместо отдельных слов выделяют ключевые фра-

зы — словосочетания, являющиеся устойчивыми оборотами или терминами в данной
предметной области. Это отдельная довольно сложная задача, для решения которой
используются тезаурусы, составленные экспертами [2], либо методы машинного обу-
чения [27, 47], при этом для формирования обучающих выборок всё равно приходится
привлекать экспертов.

Далее будем полагать, что словарь W получен в результате предварительной
обработки всех документов коллекции D и может содержать как отдельные слова,
так и ключевые фразы. Элементы словаря w ∈ W будем называть «терминами».

§1.3 Метод максимума правдоподобия

Для оценивания параметров Φ,Θ тематической модели по коллекции докумен-
тов D будем максимизировать правдоподобие (плотность распределения) выборки:

p(D; Φ,Θ) = C
∏

d∈D

∏

w∈d

p(d, w)ndw =
∏

d∈D

∏

w∈d

p(w | d)ndw Cp(d)ndw

︸ ︷︷ ︸

const

→ max
Φ,Θ

,

где C — нормировочный множитель мультиномиального распределения, зависящий
только от чисел ndw. Отбросим множители C и p(d), не влияющие на положение точки
максимума, подставим выражение для p(w | d) из (1.2) и воспользуемся обозначения-
ми θtd = p(t | d), ϕwt = p(w | t). Прологарифмировав правдоподобие, получим задачу
максимизации

L(D; Φ,Θ) =
∑

d∈D

∑

w∈d

ndw ln
∑

t∈T

ϕwtθtd → max
Φ,Θ

(1.6)
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при ограничениях неотрицательности θtd > 0, ϕwt > 0 и нормировки
∑

w∈W

ϕwt = 1,
∑

t∈T

θtd = 1.

Заметим, что максимизация (1.6) эквивалентна минимизации взвешенной сум-
мы расстояний Кульбака–Лейблера KL(p̂‖p) =

∑

w p̂wd ln
p̂wd

p(w | d)
между эмпирически-

ми распределениями p̂wd и модельными p(w | d) по всем документам d из D:
∑

d∈D

nd KL
(ndw

nd

∥
∥
∥

∑

t∈T

ϕwtθtd

)

→ min
Φ,Θ

,

где весом документа d является его длина nd.

Униграммная модель является простейшим примером вероятностной порожда-
ющей модели. Предполагается, что каждое слово появляется в тексте независимо
от соседних слов. Модели, в которых учитываются пары, тройки, n-ки соседних слов,
называются, соответственно, биграммными, триграммными, n-граммными. Мы рас-
смотрим два варианта униграммной модели.

В униграммной модели документов предполагается, что слова каждого доку-
мента генерируются случайно и независимо из распределения p(w|d) = ξdw, своего
для каждого документа d. Запишем задачу максимизации правдоподобия при огра-
ничениях нормировки и неотрицательности на параметры модели ξdw:

∑

d∈D

∑

w∈d

ndw ln ξdw → max
ξ
,

∑

w∈W

ξdw = 1, ξdw > 0.

Запишем функцию Лагранжа, проигнорировав ограничения-неравенства (потом, по-
лучив решение, убедимся, что они выполнены автоматически):

L =
∑

d∈D

(
∑

w∈d

ndw ln ξdw − λd

(
∑

w∈W

ξdw − 1
))

;

приравняем нулю производные по переменным ξdw:

∂L

∂ξdw
=
ndw

ξdw
− λd = 0.

Суммируя по w ∈ d, получим значение двойственных переменных λd = nd, и, под-
ставляя их обратно в уравнение для ξdw, найдём, что искомый параметр ξdw равен
частотной оценке условной вероятности p̂(w|d):

ξdw = ndw/nd. (1.7)

В униграммной модели коллекции предполагается, что слова каждого докумен-
та генерируются случайно и независимо из распределения p(w|d) = ξw, общего для
всех документов коллекции. По аналогии с предыдущим случаем,

∑

d∈D

∑

w∈d

ndw ln ξw → max
ξ
,

∑

w∈W

ξw = 1, ξw > 0.

L =
∑

d∈D

∑

w∈d

ndw ln ξw − λ
(
∑

w∈W

ξw − 1
)

;

∂L

∂ξw
=
nw

ξw
− λ = 0;
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откуда следует, что λ = n, и искомый параметр ξw равен частотной оценке вероятно-
сти слов p̂(w) во всей коллекции:

ξw = nw/n. (1.8)

Обе униграммные модели не являются тематическими и имеют простые, инту-
итивно очевидные решения.

§1.4 Внутренние оценки качества тематических моделей

Оценивание качества тематических моделей является нетривиальной пробле-
мой. В отличие от задач классификации или регрессии здесь нет чёткого понятия
«ошибки» или «потери». Стандартные критерии качества кластеризации типа сред-
них внутрикластерных или межкластерных расстояний или их отношений плохо под-
ходят для оценивания «мягкой» совместной кластеризации документов и терминов.

Наиболее распространённым критерием является перплексия (perplexity), ис-
пользуемая для оценивания моделей языка в компьютерной лингвистике. Это мера
несоответствия или «удивлённости» модели p(w | d) терминам w, наблюдаемым в до-
кументах d коллекции D, определяемая через логарифм правдоподобия (1.6):

P(D; p) = exp
(

−
1

n
L(D; Φ,Θ)

)

= exp

(

−
1

n

∑

d∈D

∑

w∈d

ndw ln p(w | d)

)

. (1.9)

Чем меньше эта величина, тем лучше модель p предсказывает появление тер-
минов w в документах d коллекции D.

Интерпретация перплексии. Если термины w порождаются из равномерного рас-
пределения p(w) = 1/V на словаре мощности V , то перплексия модели p на таком
тексте сходится к V с ростом его длины. Чем сильнее распределение p отличается
от равномерного, тем меньше перплексия. Чем сильнее модель p отличается от гене-
рирующего распределения, тем больше перплексия. В нашем случае в (1.9) использу-
ются условные вероятности терминов p(w | d), и интерпретация немного другая: если
каждый документ генерируется из V равновероятных терминов (возможно, различ-
ных в разных документах), то перплексия сходится к V . Опять-таки, чем сильнее
распределение отличается от равномерного, тем меньше перплексия.

ToDo3Чтобы сравнение перплексии двух коллекций было корректным, необходимо, чтобы

они имели один и тот же словарь.

ToDo4Чтобы перплексия была характеристикой только качества модели, необходимо вво-

дить нормировки, чтобы длины документов и эффективная мощность словаря не влияли

на перплексию.

Перплексия контрольной выборки. Обозначим через pD(w | d) модель, постро-
енную по обучающей коллекции документов D. Перплексия обучающей выбор-
ки P(D; pD) является оптимистично смещённой (заниженной) характеристикой ка-
чества модели из-за эффекта переобучения. Обобщающую способность модели при-
нято оценивать перплексией контрольной выборки (hold-out perplexity) P(D′; pD).
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Вопрос о том, как разделить исходную коллекцию на обучение D и контрольD′,
не тривиален. К сожалению, детали этой процедуры во многих статьях опускают-
ся. В [6] предлагается разделять все документы на обучающие и контрольные слу-
чайным образом в пропорции 9 : 1. Однако в силу гипотез «мешка слов» и «мешка
документов» более корректным было бы случайное разбиение каждого документа на
обучающую и контрольную части. С другой стороны, во многих приложениях важно
проверить способность тематической модели хорошо описывать новые документы.

Новые документы порождают две проблемы: во-первых, для них необходимо
оценивать θtd; во-вторых, они могут содержать новые термины w, для которых при-
дётся оценивать также ϕwt, увеличивать размерность векторов ϕt = (ϕwt)w∈W и пе-
ренормировать их. Такая процедура оценивания модели частично включает в себя
процедуру обучения, в результате чего оценка качества снова может оказаться опти-
мистично смещённой.

Частичное решение этой проблемы предлагается в [5]. После обучения моде-
ли pD векторы ϕt фиксируются, векторы θd контрольных документов d ∈ D′ оцени-
ваются по первой половине каждого документа, по вторым половинам вычисляется
контрольная перплексия. Что такое «половина», не уточняется. Простое разрезание
текста на две части может приводить к смещённым оценкам. Например, научные ста-
тьи обычно начинаются с введения и обзора, использующих общую терминологию,
затем идёт изложение частных результатов. Если в коллекции много таких текстов,
то оценка окажется пессимистично смещённой. Противоположный пример неслучай-
ного разбиения текста — когда число вхождений каждого термина ndw делится ровно
пополам между обучающей и контрольной выборками. В таком случае обучающая
и контрольная половины документа будут неразличимы для тематической модели,
и оценка окажется оптимистично смещённой.

В наших экспериментах последовательность терминов {w1, . . . , wnd
} каждого

контрольного документа d ∈ D′ после случайной перестановки разбивается на две
части равной длины. Новые слова, попадающие во вторую часть, игнорируются.

ToDo5Ещё один выход — робастные модели. Новые редкие слова считаются шумом, описы-

ваются униграммной моделью и почти не дают вклада в контрольную перплексию. Робаст-

ную модель трудно удивить новыми словами, т.к. она трактует их как шум.

Более сложные процедуры несмещённого оценивания правдоподобия предло-
жены в [39] и улучшены в [7]. Они имеют трудоёмкость, квадратичную по длине до-
кумента, и в процессе оценивания используют ту же тематическую модель, качество
которой оценивается. Эти недостатки несколько ограничивают их применимость.

Эксперименты на модельных данных. Алгоритм 1.1 можно использовать для
генерации модельных данных по заданным распределениям p(w | t) и p(t | d). Это
крайне полезно на стадии тестирования методов обучения тематических моделей,
решающих задачу (1.6). Хороший метод должен быть способен восстановить по дан-
ным ту самую модель, которая эти данные породила. Модельные данные можно
генерировать различной длины n; можно добавлять в них шум — случайные пары
(di, wi) из распределения, заведомо плохо приближаемого моделью (1.2); можно за-
давать распределения p(w | t), p(t | d) более различными или более похожими, тем
самым делая задачу восстановления модели более лёгкой или более трудной; зада-
вать различное число тем |T |, а восстанавливать модель при другом числе тем, либо
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пытаться его определить. Эксперименты с варьированием модели данных позволя-
ют исследовать устойчивость метода и узнать границы его применимости. Только
в случае модельных данных известно, какая тема ti на самом деле связана с каждой
парой (di, wi), что позволяет оценивать качество восстановления модели по данным
как долю правильно угаданных тем или как расстояние между восстановленными
и истинными распределениями p(w | t), p(t | d).

ToDo6Показать эксперименты на модельных данных

2 Вероятностный латентный семантический анализ

Вероятностный латентный семантический анализ (probabilistic latent semantic
analysis, PLSA) был предложен Томасом Хофманном в [17].

Вероятностная модель появления пары «документ–термин» (d, w) записывается
тремя эквивалентными способами:

p(d, w) =
∑

t∈T

p(t)p(w | t)p(d | t) =
∑

t∈T

p(d)p(w | t)p(t | d) =
∑

t∈T

p(w)p(t |w)p(d | t),

где p(t) — распределение тем во всей коллекции. Первое представление называется
симметричным, второе и третье — несимметричными. Они приводят к немного раз-
ным итерационным процессам обучения тематической модели. Сейчас возьмём за
основу второе представление, совпадающее с (1.2).

§2.1 EM-алгоритм

Для решения задачи (1.6) в PLSA применяется итерационный процесс, в кото-
ром каждая итерация состоит из двух шагов — Е (expectation) и М (maximization) [12].
Перед первой итерацией выбирается начальное приближение параметров ϕwt, θtd.

На E-шаге по текущим значениям параметров ϕwt, θtd с помощью формулы
Байеса вычисляются условные вероятности p(t | d, w) всех тем t ∈ T для каждого
термина w ∈ d в каждом документе d:

Hdwt = p(t | d, w) =
p(w | t)p(t | d)

p(w | d)
=

ϕwtθtd
∑

s∈T

ϕwsθsd
. (2.1)

На M-шаге, наоборот, по условным вероятностям тем Hdwt вычисляется новое
приближение параметров ϕwt, θtd. Это легко сделать, если заметить, что величина
n̂dwt = ndwHdwt оценивает (не обязательно целое) число ndwt вхождений термина w
в документ d, связанных с темой t. Просуммировав n̂dwt по документам d и по терми-
нам w, получим оценки n̂wt, n̂dt, n̂t, и через них, согласно (1.4), — частотные оценки
условных вероятностей ϕwt, θtd:

ϕwt =
n̂wt

n̂t

, n̂t =
∑

w∈W

n̂wt, n̂wt =
∑

d∈D

ndwHdwt. (2.2)

θtd =
n̂dt

n̂d

, n̂d =
∑

t∈T

n̂dt, n̂dt =
∑

w∈d

ndwHdwt. (2.3)
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Эти простые, но не вполне строгие рассуждения поясняют суть EM-алгоритма.
Покажем теперь, что оценки (2.2)–(2.3) действительно являются решением задачи
максимизации правдоподобия (1.6) при фиксированных Hdwt. Запишем лагранжиан
задачи (1.6) при ограничениях нормировки, проигнорировав ограничения неотрица-
тельности (позже убедимся, что решение действительно неотрицательно):

L (Φ,Θ) =
∑

d∈D

∑

w∈d

ndw ln
∑

t∈T

ϕwtθtd

︸ ︷︷ ︸

p(w | d)

−
∑

t∈T

λt

(
∑

w∈W

ϕwt − 1

)

−
∑

d∈D

µd

(
∑

t∈T

θtd − 1

)

.

Продифференцировав лагранжиан по ϕwt и приравняв нулю производную, получим

λt =
∑

d∈D

ndw

θtd
p(w | d)

. (2.4)

Домножим обе части этого равенства на ϕwt, просуммируем по всем терминам w ∈ W ,
применим условие нормировки вероятностей ϕwt в левой части и выделим перемен-
ную Hdwt в правой части. Получим

λt =
∑

d∈D

∑

w∈W

ndwHdwt.

Снова домножим обе части (2.4) на ϕwt, выделим переменную Hdwt в правой части
и выразим ϕwt из левой части, подставив уже известное выражение для λt. Получим

ϕwt =

∑

d∈D

ndwHdwt

∑

w′∈W

∑

d∈D

ndw′Hdw′t

.

Обозначив числитель через n̂wt, получим (2.2). Проделав аналогичные действия
с производной лагранжиана по θtd, получим (2.3).

Заметим, что если начальные приближения θtd и ϕwt положительны, то и по-
сле каждой итерации они будут оставаться положительными, несмотря на то, что
ограничение неотрицательности было проигнорировано в ходе решения.

Эффективность EM-алгоритма по времени и по памяти. Число операций рас-
тёт линейно по длине коллекции n, числу тем T и числу итераций.

Перебор всех терминов w во всех документах d можно организовать очень эф-
фективно, если хранить каждый документ d в виде последовательности пар (w, ndw).

Рациональный EM-алгоритм. Вычисление переменных n̂wt, n̂dt, n̂t на М-шаге тре-
бует однократного прохода всей коллекции в цикле по всем документам d ∈ D и всем
терминам w ∈ d. Внутри этого цикла переменные Hdwt можно вычислять непосред-
ственно в тот момент, когда они понадобятся. От этого результат алгоритма не из-
меняется, Е-шаг встраивается внутрь M-шага без дополнительных вычислительных
затрат, отпадает необходимость хранения трёхмерной матрицыHdwt. Заметим также,
что переменную n̂d можно не вычислять, поскольку n̂d = nd. Этот вариант реализа-
ции EM-алгоритма будем называть рациональным; он показан в Алгоритме 2.1.
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Алгоритм 2.1. PLSA-EM: рациональный EM-алгоритм для модели PLSA.

Вход: коллекция документов D, число тем |T |, начальные приближения Θ, Φ;
Выход: распределения Θ и Φ;

1 повторять

2 обнулить n̂wt, n̂dt, n̂t для всех d ∈ D, w ∈ W , t ∈ T ;
3 для всех d ∈ D, w ∈ d
4 Z :=

∑

t∈T

ϕwtθtd;

5 для всех t ∈ T таких, что ϕwtθtd > 0
6 увеличить n̂wt, n̂dt, n̂t на δ = ndwϕwtθtd/Z;

7 ϕwt := n̂wt/n̂t для всех w ∈ W , t ∈ T ;
8 θtd := n̂dt/nd для всех d ∈ D, t ∈ T ;
9 пока Θ и Φ не сойдутся;

§2.2 Обобщённый EM-алгоритм

В ЕМ-алгоритме нет необходимости сверхточно решать задачу максимизации
правдоподобия на M-шаге. Достаточно ещё немного приблизиться к точке максиму-
ма правдоподобия и снова выполнить E-шаг. Это связано с тем, что сам функционал
правдоподобия известен не точно — он зависит от приближённых значений Hdwt,
полученных на Е-шаге. ЕМ-алгоритм с сокращённым M-шагом называется обобщён-

ным ЕМ-алгоритмом (generalized EM-algorithm, GEM). Для него справедливы те же
доказательства сходимости, что и для основного варианта ЕМ-алгоритма [12].

В случае PLSA сокращение M-шага сводится к более частому обновлению пара-
метров θtd и ϕwt по значениям счётчиков n̂wt и n̂dt. В Алгоритме 2.1 это происходит
после каждого просмотра всей коллекции. Обновления можно делать после обра-
ботки каждого документа или после заданного числа обработанных пар (d, w) или
даже после каждой пары. На больших коллекциях частые обновления повышают
скорость сходимости. В Алгоритме 2.2 выбор условия обновления на шаге 9 оставлен
на усмотрение разработчика.

На первой итерации (т. е. при первом проходе коллекции) частые обновления не
делаются, чтобы в счётчиках накопилась информация по всей коллекции. В против-
ном случае оценки параметров θtd и ϕwt по начальному фрагменту выборки могут
оказаться хуже начального приближения. Начиная со второй итерации, для каждой
пары (d, w) из счётчиков n̂wt и n̂dt вычитается ndwt — то самое значение δ, которое
было к ним прибавлено при обработке пары (d, w) на предыдущей итерации. Таким
образом, счётчики n̂wt и n̂dt всегда содержат результат последнего однократного про-
хода всей коллекции.

Необходимость хранения трёхмерной матрицы ndwt делает Алгоритм 2.2 непри-
менимым к большим коллекциям. Этот недостаток устраняется путём реорганизации
итераций, либо применением сэмплирования. Далее рассматриваются оба способа.

ToDo7Эксперимент: частота обновления влияет на эффективность но не влияет на каче-

ство. Лучше всего обновлять после каждого слова. При этом можно вообще отказаться от

хранения матриц тета и фи.
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Алгоритм 2.2. PLSA-GEM: обобщённый EM-алгоритм для модели PLSA.

Вход: коллекция документов D, число тем |T |, начальные приближения Θ, Φ;
Выход: распределения Θ и Φ;

1 обнулить n̂wt, n̂dt, n̂t, n̂d, ndwt для всех d ∈ D, w ∈ W , t ∈ T ;
2 повторять

3 для всех d ∈ D, w ∈ d
4 Z :=

∑

t∈T

ϕwtθtd;

5 для всех t ∈ T таких, что ndwt > 0 или ϕwtθtd > 0
6 δ := ndwϕwtθtd/Z;
7 увеличить n̂wt, n̂dt, n̂t, n̂d на (δ − ndwt);
8 ndwt := δ;

9 если пора обновить параметры Φ, Θ то

10 ϕwt := n̂wt/n̂t для всех w ∈ W , t ∈ T таких, что n̂wt изменился;
11 θtd := n̂dt/n̂d для всех d ∈ D, t ∈ T таких, что n̂dt изменился;

12 пока Θ и Φ не сойдутся;

§2.3 Онлайновый EM-алгоритм

На больших коллекциях Алгоритмы 2.1 и 2.2 могут сходиться очень медленно.
Причина в том, что за однократный проход по всем документам коллекции оцен-
ки распределений терминов в темах ϕwt = n̂wt/n̂t уточняются огромное число раз
и успевают сойтись, в то же время распределения тем в документах θd проходят
лишь одну итерацию. На начальных итерациях, пока распределения θd не сошлись,
вычислительный ресурс тратится впустую на достижение сходимости ϕt к прибли-
жениям, далёким от оптимальных. Суть этой проблемы в том, что параметры θtd
привязаны к отдельным документам d, а параметры ϕwt — ко всей коллекции.

Проблема решается реорганизацией шагов итерационного процесса. Проход
каждого документа d ∈ D производится несколько раз подряд. На каждом проходе
документа выполняется E-шаг и обновляется распределение θd. Обновление распре-
делений ϕt производится после каждого прохода коллекции. В результате распреде-
ления ϕt и θd сходятся более согласованно.

Реорганизация позволяет отказаться от трёхмерных массивов. В псевдокоде Ал-
горитма 2.3 используются переменные Hwt = p(t | d, w) вместо Hdwt, чтобы подчерк-
нуть, что по окончании обработки документа d эти данные уже не нужны, и двумер-
ный массив (Hwt)W×T можно использовать для обработки следующего документа.

Можно также отказаться от двумерных массивов, размер которых пропорцио-
нален |D|, что позволит обрабатывать очень большие коллекции документов. Вероят-
ности θtd всех тем t ∈ T документа d не нужны по окончании обработки документа d,
поэтому двумерный массив (θtd)T×D можно заменить одномерным (θt)T .

Хранение двумерного массива (θtd)T×D всё же имеет смысл, если размер кол-
лекции |D| относительно невелик, и на шаге 5 инициализация θtd производится толь-
ко во время первого прохода коллекции, а при последующих проходах используется
текущая оценка θtd, оставшаяся с предыдущего прохода. Хорошее начальное прибли-
жение обеспечивает сходимость θd за меньшее число итераций.
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Алгоритм 2.3. PLSA-BatchEM: пакетный EM-алгоритм для модели PLSA.

Вход: коллекция документов D, число тем |T |;
Выход: распределения Θ и Φ;

1 инициализировать ϕwt для всех w ∈ W , t ∈ T ;
2 повторять

3 n̂wt := 0; n̂t := 0 для всех w ∈ W , t ∈ T ;
4 для всех d ∈ D
5 инициализировать θtd для всех t ∈ T ;
6 повторять

7 Zw :=
∑

t∈T

ϕwtθtd для всех w ∈ d;

8 θtd :=
1
nd

∑

w∈d

ndwϕwtθtd/Zw для всех t ∈ T ;

9 пока θd не сойдётся;
10 увеличить n̂wt, n̂t на ndwϕwtθtd/Zw для всех w ∈ d, t ∈ T ;

11 ϕwt := n̂wt/n̂t для всех w ∈ W , t ∈ T ;
12 пока Φ не сойдутся;

Скорость сходимости зависит от тщательности подбора числа итераций на внут-
реннем цикле по документу и внешнем цикле по коллекции. На начальных итерациях
внешнего цикла можно делать меньше итераций внутреннего цикла, поскольку нет
смысла добиваться сходимости θd, пока распределения ϕt далеки от оптимальных.

Ещё одна идея ускорения сходимости состоит в том, чтобы начальные итерации
провести не по всей коллекции, а по случайному подмножеству (пакету) документов
D′ ⊆ D. Если коллекция имеет избыточный размер, то для получения хорошего при-
ближения Φ достаточно будет просмотреть относительно небольшую её часть.

Алгоритм 2.3 назван пакетным (batch algorithm), так как он может обрабаты-
вать коллекцию по частям. Развитие этой идеи приводит к онлайновому алгорит-
му [16], одному из самых быстрых в тематическом моделировании. Он реализован
в библиотеке онлайновых алгоритмов Vowpal Wabbit Джона Лэнгфорда.

Онлайновый алгоритм. В машинном обучении онлайновыми принято называть
алгоритмы, способные адекватно настраивать параметры модели за один проход по
выборке. Онлайновые алгоритмы используются для обработки потоковых данных.
Во многих приложениях тематического моделирования коллекция документов по-
полняется динамически, и требуется обновлять модель, не обрабатывая заново всю
коллекцию. Обновление модели предполагает вычисление распределения θtd = p(t | d)
для нового документа d и уточнение распределений ϕwt = p(w | t) для всех тем t ∈ T ,
имеющих ненулевые вероятности для слов документа d. Если коллекция уже имеет
большой объём, то добавление документа не должно сильно повлиять на Φ. Чем боль-
ше коллекция, тем лучше текущее приближение Φ, и тем меньше итераций потребу-
ется для добавления нового документа.

ToDo8Стратегии ускорения сходимости. Первый пакет — особенный! Для первого пакета:
1) число итераций θd ограничить сверху числом прошедших итераций Φ плюс несколь-

ко.
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Алгоритм 2.4. PLSA-OEM: онлайновый EM-алгоритм для модели PLSA.

Вход: коллекция документов D, число тем |T |;
Выход: распределения Θ и Φ;

1 инициализировать ϕwt для всех w ∈ W , t ∈ T ;
2 n̂wt := 0, n̂t := 0 для всех w ∈ W , t ∈ T ;
3 для всех пакетов Dj, j = 1, . . . , J
4 повторять

5 ñwt := 0, ñt := 0 для всех w ∈ W , t ∈ T ;
6 для всех d ∈ Dj

7 инициализировать θtd для всех t ∈ T ;
8 повторять

9 Zw :=
∑

t∈T

ϕwtθtd для всех w ∈ d;

10 θtd :=
1
nd

∑

w∈d

ndwϕwtθtd/Zw для всех t ∈ T ;

11 пока θd не сойдётся;
12 увеличить ñwt, ñt на ndwϕwtθtd/Zw для всех w ∈ d, t ∈ T ;

13 ϕwt :=
ρjn̂wt + ñwt

ρjn̂t + ñt
для всех w ∈ W , t ∈ T таких, что ñwt > 0;

14 пока Φ не сойдутся;
15 n̂wt := ρjn̂wt + ñwt для всех w ∈ W , t ∈ T ;
16 n̂t := ρjn̂t + ñt для всех t ∈ T ;

2) использовать двумерный массив θtd и инициализировать его только при первом

проходе.

Онлайновый Алгоритм 2.4 является модицификацией пакетного Алгоритма 2.3.
Теперь вся коллекция разбивается на пакеты документов D1, D2, . . . , Dj, . . . Способ
разбиения остаётся на усмотрение разработчика, в частности, пакеты могут пере-
секаться либо не пересекаться, просматриваться по одному разу либо многократно,
выбираться случайно, по времени поступления, либо по времени публикации доку-
мента, и т. д. Размер первого пакета |D1| должен быть достаточным для получения
распределений ϕwt с приемлемой точностью. Обработка каждого пакета произво-
дится пакетным Алгоритмом 2.3 при фиксированных ϕwt. Затем счётчики ñwt, вы-
численные по обработанному пакету документов, складываются со счётчиками n̂wt,
вычисленными по всем предыдущим пакетам.

Если делается много проходов по коллекции или если значимость пакетов убы-
вает по мере поступления новых, то старые счётчики домножаются на параметр
ρj ∈ (0, 1], управляющий скоростью забывания старых оценок:

n̂wt := ρjn̂wt + ñwt.

Фактически, при поступлении каждого нового пакета документов Dj частоты
слов во всех старых документах уменьшаются в ρ−1

j раз. При ρj = 1 забывания нет
и ϕwt вычисляются как обычные частотные оценки условных вероятностей.
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§2.4 Стохастический EM-алгоритм

В Алгоритме 2.2 для каждой пары (d, w) происходит распределение ndw вхожде-
ний термина w в документ d между всеми |T | темами пропорционально вероятностям
p(t | d, w). При этом приходится хранить массив значений ndwt для всех тем t ∈ T .
Расход памяти объёма O(n|T |) может оказаться неприемлемым даже при небольшом
числе тем. В то же время, согласно гипотезе разреженности, употребление термина w
в документе d связано, скорее всего, с небольшим числом тем.

Можно было бы оставлять только несколько наибольших значений ndwt на каж-
дом шаге. Однако эксперименты показывают, что эта эвристика приводит к накоп-
лению систематической ошибки и смещению модели.

ToDo9Эксперимент по max-разреживанию для PLSA.

Проблема разреживания условного распределения p(t | d, w) адекватно реша-
ется с помощью стохастического EM-алгоритма (stochastic EM-algorithm, SEM) [8].
Распределение скрытой переменной t, вычисленное на E-шаге, не используется непо-
средственно на M-шаге. Вместо этого из него сэмплируется искусственная выборка,
по этой выборке вычисляется эмпирическое распределение, и оно уже использует-
ся в формулах M-шага. Это позволяет упростить задачу M-шага, сохранив свойства
несмещённости оценок и сходимости EM-алгоритма. Размер сэмплируемой выборки
является параметром метода.

В случае PLSA реализация SEM сводится к следующему: для каждой пары
(d, w) сэмплируются s случайных тем tdwi, i = 1, . . . , s из распределения p(t | d, w),
возможно, повторяющихся. В формулах M-шага вместо распределения p(t | d, w) ис-
пользуется его несмещённая эмпирическая оценка:

p̂(t | d, w) =
1

s

s∑

i=1

[
tdwi = t

]
. (2.5)

Модификация Алгоритма 2.2, трансформирующая его в стохастический обоб-
щённый EM-алгоритм (PLSA-SEM), состоит из трёх изменений:

1) перед шагом 5 сэмплируется s тем tdwi, i = 1, . . . , s из p(t | d, w);
2) на шаге 5 цикл по всем t ∈ T заменяется циклом по t = tdwi, i = 1, . . . , s;
3) на шаге 6 вычисляется δ := ndw/s.
При s = ndw стохастический EM-алгоритм соответствует сэмплированию Гибб-

са [40], которое считается одним из основных методов обучения вероятностных тема-
тических моделей. Однако эксперименты показывают, что параметр s можно брать
намного меньше, от 1 до 5. Эта эвристика, названная экономным сэмплированием [1],
приводит к разреживанию распределений p(t | d, w) и существенной экономии вычис-
лительного ресурса и памяти без потери качества тематической модели.

ToDo10Эксперимент: зависимость контрольной перплексии от параметра разреживания s.

§2.5 Разреженный EM-алгоритм

Согласно гипотезе разреженности, каждый документ d и каждый термин w
связан с небольшим числом тем t, поэтому значительная часть вероятностей θtd и ϕwt

должна обращаться в нуль. Однако описанные выше алгоритмы PLSA не позволяют
определить, какие именно из этих значений следует обратить в нуль.
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Согласно формулам (2.1), (2.2), (2.3), если начальные приближения θtd и ϕwt

положительны, то и после каждой итерации они будут оставаться положительными.
И, наоборот, если θtd = 0 (тема t не представлена в документе d) или если ϕwt = 0
(термин w не относится к теме t), то нулевое значение будет сохраняться на про-
тяжении всех итераций. Таким образом, структура разреженности распределений
не оптимизируется, а задаётся через начальное приближение.

Принудительное разреживание. Допустим, что EM-алгоритм сошёлся в точку
локального максимума правдоподобия L(Φ,Θ), и первые производные правдоподо-
бия (1.6) по всем параметрам ϕwt, θtd равны нулю. Зададимся вопросом: обнуление
каких параметров меньше всего повлияет на значение правдоподобия? Применим
ту же технику, которая используется в методе оптимального разреживания много-
слойных нейронных сетей OBD (Optimal Brain Damage) [20]. Разложив правдоподо-
бие в ряд Тейлора в окрестности точки максимума, получим квадратичную форму по
приращениям параметров ∆ϕwt, ∆θtd (здесь выписаны не все частные производные,
однако нетрудно показать, что остальные частные производные либо равны нулю,
либо в сумме дают нулевой вклад в квадратичную форму):

L(Φ+∆Φ,Θ+∆Θ) = L(Φ,Θ) +
1

2

∑

w∈W

∑

t∈T

∑

s∈T

∆ϕwt∆ϕws

∂2L(Φ,Θ)

∂ϕwt∂ϕws

+

+
1

2

∑

d∈D

∑

t∈T

∑

s∈T

∆θtd∆θsd
∂2L(Φ,Θ)

∂θtd∂θsd
+ o(∆Φ,∆Θ).

Обнулить параметр ϕwt означает положить ϕwt + ∆ϕwt = 0, откуда следует
∆ϕwt = −ϕwt. Аналогично, ∆θtd = −θtd. Возьмём вторые производные правдоподобия
и перегруппируем слагаемые:

L(Φ+∆Φ,Θ+∆Θ) = L(Φ,Θ)−
1

2

∑

t∈T

n̂t

∑

w∈W

ϕwt −
1

2

∑

d∈D

n̂d

∑

t∈T

θtd + o(∆Φ,∆Θ).

Заметим, что в стандартном методе OBD обычно пренебрегают смешанными
частными производными, чтобы упростить вид квадратичной формы. В данном слу-
чае квадратичная форма упрощается благодаря специальному виду функционала,
и делать какие-либо приближения нет необходимости.

Из полученной формулы следует интуитивно очевидная стратегия разрежи-
вания: после каждого прохода коллекции в каждом распределении ϕwt = n̂wt/n̂t и
θtd = n̂dt/n̂d обнуляются наименьшие значения вероятностей, для которых сумма
счётчиков n̂wt и n̂dt, соответственно, не превышает заданный порог.

Эксперименты показали, что к этой стратегии имеет смысл добавить несколько
эвристических уточнений.

1. Одновременное обнуление большого числа параметров слишком резко изме-
няет структуру модели и может приводить к снижению её качества. Поэтому пред-
лагается ввести ещё один порог и обнулять каждый раз не более заданной доли
ненулевых значений.

2. В каждом распределении p(w | t) и p(t | d) должно оставаться хотя бы одно
ненулевое значение.



18

3. Начинать обнуления малых вероятностей можно и не дожидаясь сходимости.
Обычно после нескольких первых проходов коллекции уверенно выделяются малые
вероятности, которые останутся малыми и на всех последующих итерациях.

ToDo11Эксперимент: принудительное разреживание портит модель, если его делать неакку-

ратно (с первых итераций, слишком много обнулять одновременно).

Выделение нетематических терминов. При разреживании матриц Φ и Θ значение

Zdw =
∑

t∈T

ϕwtθtd

может обратиться в нуль для некоторых (d, w). Будем называть такие термины нете-

матическими. Хотя ситуация интерпретируется как вполне нормальная, послед-
ствия оказываются катастрофическими для вероятностной модели: в функционале
правдоподобия (1.6) под логарифмом появляется нуль, перплексия (1.9) обращается
в бесконечность, распределение тем (2.1) для данного слова не существует. Чтобы
избежать этих проблем, скорректируем вероятностную модель (1.2):

p(w | d) = νd
∑

t∈T

ϕwtθtd +
[
Zdw=0

]
πdw, (2.6)

где πdw — новые параметры модели, πdw > 0 тогда и только тогда, когда Zdw = 0;
нормировочный множитель νd выбирается из условия

∑

w∈d

p(w | d) = 1.

Параметры πdw и νd снова удаётся найти аналитически, приравняв нулю про-
изводные функции Лагранжа. Опуская выкладки, приведём решение этой задачи.

1. Формула (2.1) для Hdwt остаётся в силе.
2. Формулы (2.2) и (2.3) также остаются в силе, за исключением небольшой

поправки: ndw заменяется на n′
dw = ndw[Zdw > 0]. Таким образом, при вычислении

параметров ϕwt и θtd все нетематические термины просто игнорируются.
3. Для всех нетематических терминов πdw = ndw/nd, что совпадает с частотной

оценкой условной вероятности p(w | d) в униграммной модели (1.7).
4. Нормировочный множитель равен доле тематических терминов в документе:

νd = n′
d/nd, где n′

d =
∑

w∈d

n′
dw.

Заметим, что для вычисления матриц Φ и Θ параметры πdw и νd вообще не нуж-
ны. Они могут понадобиться только для расчёта p(w | d) в перплексии модели (2.6).

§2.6 Формирование начальных приближений

Начальные приближения ϕt и θd можно задавать нормированными случайными
векторами из равномерного распределения.

Другая распространённая рекомендация — пройти по всей коллекции, выбрать
для каждой пары (d, w) случайную тему t и вычислить частотные оценки (1.4) веро-
ятностей ϕwt и θtd для всех d ∈ D, w ∈ W , t ∈ T .

Инициализация с частичным обучением применяется в случаях, когда темы из-
вестны заранее и имеются дополнительные данные о привязке некоторых документов
или терминов к темам. Учёт этих данных улучшает интерпретируемость тем.
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Если известно, что документ d относится к подмножеству тем Td ⊂ T , то в каче-
стве начального θtd можно взять равномерное распределение на этом подмножестве:

θ0td =
1

|Td|

[
t ∈ Td

]
. (2.7)

Если известно, что подмножество терминов Wt ⊂W относится к теме t, то в ка-
честве начального ϕwt можно взять равномерное распределение на Wt:

ϕ0
wt =

1

|Wt|

[
w ∈ Wt

]
. (2.8)

Если известно, что подмножество документов Dt ⊂ D относится к теме t,
то можно взять эмпирическое распределение слов в объединённом документе:

ϕ0
wt =

∑

d∈Dt
ndw

∑

d∈Dt
nd

.

Если нет никакой априорной информации о связи документов с темами, то
последнюю формулу можно применить к случайным подмножествам документов Dt.
В [15] предлагается брать один случайный документ.

Инициализация Θ по Φ. Если для всех тем известны начальные приближе-
ния ϕ0

wt, то можно взять равномерное распределение θ0td = 1/|T |. Первая итерация
ЕМ-алгоритма даёт ещё одну интуитивно очевидную формулу инициализации:

θtd =
1

nd

∑

w∈d

ndwHdwt =
∑

w∈d

ndw

nd

ϕwt
∑

s ϕws

. (2.9)

Здесь распределение тем в документе d оценивается путём усреднения распределений
тем p(t |w) по словам документа d, вычисленных по формуле Байеса.

Сглаживание. Если полученное начальное приближение ϕ0
wt или θ0td содержит ну-

левые вероятности, то его необходимо сгладить, смешав с каким-нибудь неразрежен-
ным распределением. Например, ϕ0

wt смешивается с эмпирическим распределением
слов во всей коллекции и со случайным распределением ρ(w), при некоторых значе-
ниях параметров смеси τ1 и τ2:

ϕwt = (1− τ1 − τ2)ϕ
0
wt + τ1nw/n+ τ2ρ(w).

ToDo12Эксперименты: сравнение нескольких способов задания начального приближения.

§2.7 Частичное обучение

В некоторых задачах классификации и категоризации текстов бывает известно,
что какие-то документы или термины относятся или, наоборот, не относятся к неко-
торым темам. В таких случаях говорят о задачах с частичным обучением (semi-
supervised learning). В EM-алгоритме нетрудно учесть данные такого типа. Рассмот-
рим для определённости Алгоритм 2.2. Модификации коснутся только правила пе-
ресчёта параметров θtd и ϕwt на шагах 10–11. Те же модификации нетрудно сделать
для пакетного, онлайнового или стохастического алгоритма.
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Данные о релевантности документов и терминов темам. Данные о том, что
документ d или термин w связан с темой t, можно использовать не только на эта-
пе инициализации, но и далее на каждой итерации. Привязка к теме должна быть
«мягкой», не исключающей связей с другими темами. Это делается с помощью стан-
дартной модификация EM-алгоритма для задач с частичным обучением, которая
используется в кластеризации и тематическом моделировании [26]. Она заключается
в том, что на каждой итерации текущие приближения ϕwt и θtd немного сдвигаются
в сторону начального приближения:

ϕwt := λϕ0
wt + (1− λ)

nwt

nt

;

θtd := µθ0td + (1− µ)
ndt

nd

;

где λ, µ ∈ [0, 1] — параметры, позволяющие управлять величиной сдвига; распреде-
ления ϕ0

wt и θ0td вычисляются согласно (2.8) и (2.7).
Привязка документов и терминов к темам позволяет фиксировать интерпрета-

ции тем и избежать их случайной перестановки в ходе EM-итераций.

ToDo13Эксперимент А.Каца на модельных данных, подтверждающий, что достаточно при-
вязать менее 10% документов, чтобы добиться однозначного соответствия исходной и вос-
становленной модели.

Продолжение эксперимента на реальных данных.
Гипотеза: учёт начальной информации на каждой итерации работает лучше, чем

её учёт только на стадии инициализации. На модельных данных темы восстанавливают-
ся точнее, возможно, требуя меньшего числа привязок. На реальных данных улучшается
интерпретируемость тем.

Обязательно сделать подбор параметров λ и µ.

Виртуальные документы. Альтернативный способ учесть данные о связи терми-
нов с темам заключается в том, чтобы включить в коллекцию D списки ключевых
терминов Wt по некоторым темам t в качестве «виртуальных» документов d с за-
данными ndw =Md[w∈Wt]. Увеличивая значение параметра Md, можно повышать
степень влияния виртуального документа d на тематическую модель. Распределе-
ние тем для данного документа θτd = [τ= t], τ ∈ T , фиксируется и поддерживается
неизменным в ходе EM-итераций.

Данные о нерелевантности документов и терминов темам. Чтобы учесть апри-
орную информацию о том, что документ d или термин w не связан с темой t, до-
статочно обнулить параметр θtd или ϕwt, обнулив соответствующие счётчики перед
шагом 10:

если документ d не связан с темой t то

n̂d := n̂d − n̂dt;
n̂dt := 0;

если термин w не связан с темой t то

n̂t := n̂t − n̂wt;
n̂wt := 0.
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Данные о принадлежности документов одной теме. Источником таких дан-
ных может быть тематический рубрикатор, либо пользователи сервиса, создающие
собственные тематические подборки документов. Тематических рубрикаторов может
быть много, и они могут противоречить друг другу. Поэтому данные о принадлеж-
ности документов одной теме должны учитываться не жёстко, а скорее как необя-
зательные рекомендации. Пусть для некоторых документов d задан список темати-
чески близких документов Dd. Предлагается на каждой итерации немного сдвигать
текущие приближения θtd в сторону всех близких документов

θtd :=
µ′

|Dd|

∑

d′∈Dd

θtd′ + (1− µ′)
ndt

nd

;

где µ′ ∈ [0, 1] — параметр, позволяющий управлять величиной сдвига.

Данные о переранжировании. Допустим, эксперты имеют возможность просмот-
реть список тем по любому документу d, ранжированный по убыванию частот n̂dt.
Эксперт может перенести любую тему на то место в списке, которое он считает наи-
более релевантным.

Эти данные, полученные от экспертов, легко учесть в EM-алгоритме. Чтобы
тема t оказалась на k-м месте в списке тем документа d, достаточно сделать значе-
ние n̂dt немного бо́льшим k-го значения n̂(k)

dt и скорректировать счётчик n̂d:

если тема t для документа d должна быть на k-м месте то

n̂′
dt :=

1
2

(
n̂
(k)
dt + n̂

(k−1)
dt

)
[k > 1] + 1

2

(
3n̂

(k)
dt − n̂

(k+1)
dt

)
[k = 1];

n̂d := n̂d − n̂dt + n̂′
dt;

n̂dt := n̂′
dt;

Аналогичным образом возможно собрать и учесть данные о переранжировании
терминов. Допустим, по теме t имеется список терминов, ранжированный по убы-
ванию частот nwt, и эксперт может проделать с ним аналогичную работу. Чтобы
термин w оказался на k-м месте в списке терминов темы t, достаточно сделать зна-
чение n̂wt немного бо́льшим k-го значения n̂(k)

wt и скорректировать счётчик n̂t:

если термин w для темы t должен быть на k-м месте то

n̂′
wt :=

1
2

(
n̂
(k)
wt + n̂

(k−1)
wt

)
[k > 1] + 1

2

(
3n̂

(k)
wt − n̂

(k+1)
wt

)
[k = 1];

n̂t := n̂t − n̂wt + n̂′
wt;

n̂wt := n̂′
wt;

Существуют и другие способы задания априорной информации, для которых
также можно адаптировать правила пересчёта распределений по счётчикам.

ToDo14Эксперименты с виртуальными документами.

ToDo15Стандартные методы SSL и сравнение с предложенным методом.

3 Латентное размещение Дирихле

Основным недостатком PLSA считается высокая размерность пространства па-
раметров, вызывающая переобучение [6]. В задачах машинного обучения для со-
кращения размерности обычно используется либо отбор признаков, приводящий
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к уменьшению числа параметров, либо регуляризация — наложение дополнитель-
ных ограничений на параметры. В частности, байесовская регуляризация основана
на введении априорного распределения вероятности в пространстве параметров.

Тематическая модель латентного размещения Дирихле (latent Dirichlet
allocation, LDA) [6] основана на разложении (1.2) при дополнительном предположе-
нии, что векторы документов θd = (θtd) ∈ R

|T | и векторы тем ϕt = (ϕwt) ∈ R
|W | порож-

даются распределениями Дирихле с параметрами α ∈ R
|T | и β ∈ R

|W | соответственно:

Dir(θd;α) =
Γ(α0)

∏

t

Γ(αt)

∏

t

θαt−1
td , αt > 0, α0 =

∑

t

αt, θtd > 0,
∑

t

θtd = 1;

Dir(ϕt; β) =
Γ(β0)

∏

w

Γ(βw)

∏

w

ϕβw−1
wt , βw > 0, β0 =

∑

w

βw, ϕwt > 0,
∑

w

ϕwt = 1.

где Γ(z) — гамма-функция. Считается, что распределение Дирихле хорошо подходит
в качестве байесовского регуляризатора в задачах тематического моделирования.

Во-первых, это достаточно широкое параметрическое семейство распределений
на единичном симплексе, то есть на множестве дискретных распределений. Если
αt = 1 для всех t, то распределение Дирихле переходит в равномерное. Математиче-
ское ожидание и дисперсия t-й координаты вектора θd равны, соответственно,

Eθtd =

∫

θtd Dir(θd;α) dθd =
αt

α0
, Dθtd =

αt(α0 − αt)

α2
0(α0 + 1)

. (3.1)

Векторный параметр α определяет степень разреженности векторов θd, порож-
даемых распределением Dir(θ;α). Чем больше α0, тем сильнее векторы θd концентри-
руется вокруг вектора математического ожидания Eθd. Чем меньше αt, тем сильнее
значения θtd концентрируются вокруг нуля. Чем меньше α0, тем более разрежен век-
тор θd. Поэтому αt называют параметрами контраста.

Во-вторых, модель LDA хорошо подходит для описания кластерных структур.
Чем меньше значения гиперпараметров α и β, тем сильнее разрежено распределение
Дирихле, и тем дальше отстоят друг от друга порождаемые им векторы. В частности,
чем меньше α0, тем сильнее различаются документы θd. Чем меньше β0, тем сильнее
различаются темы ϕt. Векторы ϕt = p(w | t) в пространстве терминов R

|W | являются
центрами тематических кластеров. Элементами кластеров являются векторы доку-
ментов с невырожденными эмпирическими распределениями p̂(w | d, t). Чем меньше
гиперпараметры β, тем больше межкластерные расстояния по сравнению с внутри-
кластерными. Таким образом, гиперпараметры позволяют моделировать тематиче-
ские кластерные структуры различной степени выраженности.

В-третьих, распределение Дирихле является сопряжённым к мультиномиаль-
ному, что упрощает вывод апостериорных оценок вероятностей θtd и ϕwt.

Недостатком априорного распределения Дирихле является отсутствие убеди-
тельных лингвистических обоснований. Предположение, что все распределения θd,
d ∈ D порождаются распределением Дирихле, да ещё и одним и тем же, кажется
весьма произвольным. То же можно сказать и о порождении множества распределе-
ний ϕt для всех тем t ∈ T .

Второй недостаток заключается в том, что параметры θtd и ϕwt не могут обра-
щаться в нуль, что противоречит гипотезе разреженности.
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§3.1 Байесовский вывод

Рассмотрим процесс порождения документа d как выборки nd пар тема–термин
Xd = {(t1, w1), . . . , (tnd

, wnd
)}. В каждой паре (ti, wi) тема ti выбирается из дискрет-

ного распределения p(t | d) = θtd. Следовательно, вероятность встретить каждую
из тем t ровно ntd раз подчиняется мультиномиальному распределению:

p(Xd|θd) =
nd!

∏

t ntd!

∏

t

θntd

td .

Распределение Дирихле является сопряжённым к мультиномиальному. Это
означает, что при априорном распределении Дирихле θd ∼ Dir(θ;α) апостериорное
распределение вектора θd принадлежит тому же семейству распределений, но с дру-
гим значением параметра: θd|Xd ∼ Dir(θ;α′). Действительно, по формуле Байеса

p(θd|Xd, α) =
p(Xd|θd) Dir(θd;α)

p(Xd)
= C

∏

t

θntd

td θ
αt−1
td = Dir(θd;α

′), α′
t = αt + ntd,

где C — нормировочная константа, не зависящая от θd.
Оценим случайную величину θtd её математическим ожиданием (3.1) по апо-

стериорному распределению:

p(t|d,Xd, α) =

∫

p(t|d)p(θd|Xd, α) dθd =

∫

θtd Dir(θd, α
′) dθd =

ntd + αt

nd + α0
. (3.2)

Заменив величину ntd её оценкой n̂td, получим сглаженную байесовскую оценку
параметра θtd для EM-алгоритма, альтернативную оценке максимума правдоподо-
бия (2.3):

θtd =
n̂dt + αt

n̂d + α0

. (3.3)

Аналогично выводится сглаженная байесовская оценка и для ϕwt, альтернатив-
ная (2.2):

ϕwt =
n̂wt + βw
n̂t + β0

. (3.4)

Замена в обобщённом EM-алгоритме частотных оценок условных вероятностей
(2.2) и (2.3) сглаженными оценками (3.3) и (3.4) трансформирует PLSA в LDA. Бо-
лее строгое обоснование EM-подобных алгоритмов приводится в [31, 40] для метода
сэмплирования Гиббса и в [34] для метода вариационной байесовской аппроксимации.

В [5] показано, что эти и другие известные алгоритмы обучения LDA являются
вариантами EM-алгоритма и отличаются, главным образом, формулой сглаживания
частотных оценок вероятностей. Оптимизация гиперпараметров α и β, предложенная
в [37, 38], ещё сильнее нивелирует различия между моделями. Согласно эксперимен-
там на 7 текстовых коллекциях [5], более эффективным по качеству и по време-
ни является алгоритм свёрнутой вариационной байесовской аппроксимации CVB0
(collapsed variational Bayes). В нашей нотации ему наиболее близок LDA-GEM.
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Алгоритм 3.1. LDA-GS: сэмплирование Гиббса для тематической модели LDA.

Вход: коллекция D, число тем |T |, начальные Θ, Φ, гиперпараметры α, β;
Выход: распределения Θ и Φ;

1 обнулить n̂wt, n̂dt, n̂t для всех d ∈ D, w ∈ W , t ∈ T ;
2 повторять

3 для всех d ∈ D, w ∈ d, i = 1, . . . , ndw

4 если не первая итерация то

5 t := tdwi; уменьшить n̂wt, n̂dt, n̂t на 1;

6 сэмплировать тему tdwi из p(t | d, w) ∝ ϕwtθtd;
7 t := tdwi; увеличить n̂wt, n̂dt, n̂t на 1;

8 ϕwt = (n̂wt + βw)/(n̂t + β0) для всех t ∈ T , w ∈ W ;
9 θtd := (n̂dt + αt)/(nd + α0) для всех d ∈ D, t ∈ T ;

10 пока Θ и Φ не сойдутся;

§3.2 Сэмплирование Гиббса

В задачах статистического оценивания часто возникает ситуация, когда вычис-
ление или хранение некоторой функции распределении слишком ресурсоёмко, в то же
время, генерация случайной выборки из этого распределения не вызывает затрудне-
ний. Сэмплированием Гиббса (Gibbs sampling, GS) называется общий метод решения
таких задач, основанный на замене исходного распределения эмпирическим, вычис-
ленным по выборке, сэмплированной из данного распределения.

Применение GS к тематической модели LDA предложено в [31]. Строгий вывод
формул LDA-GS приводится в отчёте [40]. LDA-GS (Алгоритм 3.1) имеет несколько
отличий от PLSA-SEM — стохастического варианта Алгоритма 2.2, но только одно
из них оказывается существенным с точки зрения качества модели.

1. В LDA-GS жёстко фиксируется число сэмплирований тем s = ndw для каж-
дой пары (d, w). Однако гипотеза разреженности предполагает, что термин w в до-
кументе d связан с небольшим числом тем. В наших экспериментах s = 5 тем ока-
залось достаточно. В некоторых задачах достаточно и одной темы, в других одной
темы мало, см. рис. 2. Эвристика экономного сэмплирования повышает эффектив-
ность алгоритма как по скорости, так и по памяти, не ухудшая качество модели.

ToDo16Вставить график

2. В LDA-GS параметры ϕwt и θtd обновляются предельно часто — после обра-
ботки каждого вхождения термина w в документ d. Эксперименты показывают, что
достаточно делать обновления после каждой пары (d, w), это не влияет на качество
модели.

ToDo17Вставить график

3. В LDA-GS перед сэмплированием счётчики уменьшаются на единицу
(шаг 5). Тем самым в оценке распределений не учитывается i-е вхождение термина w
в документ d, для которого сэмплируется тема tdwi. Эта особенность алгоритма сле-
дует из теории [40]. Однако эксперименты показывают, что она не влияет на качество
модели. Можно одновременно уменьшать счётчики для старой темы и увеличивать
для новой, как в Алгоритме 2.2.
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4. Единственным существенным различием, влияющим на качество модели, яв-
ляется применение в LDA байесовской регуляризации, приводящей к сглаживанию
частотных оценок условных вероятностей.

Таким образом, LDA-GS существенно отличается от PLSA-GEM только тремя
эвристиками: частотой обновления параметров, сэмплированием и сглаживанием.
Эти эвристики не связаны друг с другом и могут применяться в любых сочетаниях.

По реализации Алгоритма 3.1 заметим, что матрицы Φ и Θ можно не хранить,
а вычислять их значения по формулам (3.3) и (3.4) на шаге 6 и в самом конце, чтобы
возвратить результат.

§3.3 Оптимизация гиперпараметров

В первых работах по LDA [6] и сэмплированию Гиббса [31], а также в после-
довавших за ними исследованиях использовались симметричные распределения Ди-
рихле с гиперпараметрами α = (a, . . . , a) и β = (b, . . . , b). Скалярные гиперпара-
метры a и b либо фиксировались (одна из стандартных рекомендаций: a = 50/|T |,
b = 0.01), либо настраивались путём перебора по сетке значений.

Позже были предложены численные методы оптимизации гиперпараметров, их
обзор и сравнение приводится в диссертации [37]. Большинство методов оптимиза-
ции гиперпараметров основаны на максимизации обоснованности (evidence) модели,
определяемой по всей коллекции X = (Xd)d∈D:

P (X|α) =

∫

P (X|θ)p(θ|α) dθ =

∫
∏

d∈D

P (Xd|θd) Dir(θd;α) dθd =

=
∏

d∈D

Γ(α0)

Γ(nd + α0)

∏

t∈T

Γ(ntd + αt)

Γ(αt)
→ max

α

Метод неподвижной точки [25] — один из самых простых, но не самый лучший —
представляет собой итерационный процесс:

αt := αt

∑

d ψ(ntd + αt)− ψ(αt)
∑

d ψ(nd + α0)− ψ(α0)
, t ∈ T,

где ψ(z) =
(
ln Γ(z)

)′
= Γ′(z)/Γ(z) — дигамма-функция.

Этот или другой аналогичный итерационный процесс встраивается между про-
ходами по коллекции, когда значения счётчиков ntd и nd вычислены и фиксированы.
Он выполняется намного быстрее одного прохода коллекции, поэтому оптимизацию
гиперпараметров можно считать вычислительно эффективной.

Эксперименты показали, что оптимизация гиперпараметров существенно улуч-
шает качество тематической модели [38]. Оказалось, что априорное распределение
Dir(θ;α) лучше брать несимметричным и оптимизировать вектор гиперпараметров
α = (α1, . . . , α|T |), а распределение Dir(ϕ; β) лучше брать симметричным и оптими-
зировать скалярный гиперпараметр b, причём 0 < b≪ 1.

§3.4 Сглаживание уменьшает переобучение?

Эксперименты [6] показали, что LDA обеспечивает существенно меньшие зна-
чения контрольной перплексии, чем PLSA. По аналогии с задачами классификации
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и регрессии отсюда был сделан стандартный вывод, что модель PLSA имеет слиш-
ком много параметров θtd, ϕwt, и при отсутствии ограничений на них возникает пере-
обучение. Байесовская регуляризация должна сокращать эффективную размерность
и уменьшать переобучение. Более тщательное сравнение PLSA и LDA показывает,
что регуляризация Дирихле в тематических моделях играет совсем другую роль.

Регуляризация Дирихле приводит к сглаживанию частотных оценок услов-
ных вероятностей (3.3)–(3.4), что является единственным принципиальным отличи-
ем LDA от PLSA. В экспериментах на реальных данных показано, что оптимальные
значения гиперпараметров αt и βw должны быть достаточно близки к нулю [38].
Для большинства тем в документах αt ≪ ntd; для большинства терминов в темах
βw ≪ nwt. Поэтому оценки параметров ϕwt и θtd в PLSA и LDA могут заметно отли-
чаться только для тем, очень редких в документе, и терминов, очень редких в теме.
Темы, редкие в документе, не несут статистически значимой информации о его тема-
тике, поскольку в документе наверняка есть намного более значимые темы. Также
и термины, редкие в теме, вряд ли будут представительными для данной темы. Ред-
кие темы и термины следовало бы проигнорировать, как шум, но вместо этого LDA,
наоборот, повышает оценку их вероятности.

Утверждение о том, что LDA сокращает эффективную размерность простран-
ства параметров [6], звучит неубедительно. PLSA и LDA оценивают параметры
ϕwt и θtd по одним и тем же формулам (3.3)–(3.4). Более того, в LDA вводятся до-
полнительные гиперпараметры αt, βw, которые тоже приходится оценивать.

Утверждение о том, что LDA гораздо меньше переобучается [6], также нуждает-
ся в перепроверке. Качество тематических моделей принято сравнивать по контроль-
ной перплексии, которая может резко повышаться при появлении в контрольных
документах редких терминов, для которых модель предсказывает близкую к нулю
вероятность p(w | d). В PLSA эта вероятность может вообще оказаться равной нулю,
и тогда перплексия формально будет равна +∞. Это выглядит как переобучение, од-
нако по сути им не является. Редкие термины следовало бы проигнорировать, и даже
не пытаться подстраивать под них тематическую модель, поскольку они, скорее все-
го, не имеют отношения к темам. Вероятностное моделирование предполагает, что
«тема» — это статистическое явление, связанное с частым употреблением опреде-
лённых терминов; редко употребляемые термины являются статистически не значи-
мыми, и полагаться на них не следует. В LDA вероятности редких терминов никогда
не стремятся к нулю благодаря сглаженным байесовским оценкам ϕwt и θtd. Тем са-
мым проблема выделения нетематических терминов не решается, а «заметается под
ковёр».

Если из контрольных документов убрать новые термины, то контрольные
перплексии PLSA и LDA практически совпадают [1], рис. 1. Недавние исследова-
ния [23, 41, 22], также подтверждают, что для больших коллекций нет существенных
различий в качестве моделей PLSA и LDA. Значимые отличия контрольной перплек-
сии PLSA и LDA в ранних экспериментах [6], могут быть объяснены тем, что для
них использовались существенно различные реализации алгоритмов обучения. В экс-
перименте [1] использовался один и тот же алгоритм обучения для моделей PLSA
и LDA, отличавшийся только сглаженными оценками в LDA. Сравнивать порож-
дающие модели при существенно различных методах их обучения, вообще говоря,
некорректно.
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Проблема переобучения тематических моделей решается не регуляризацией,
а увеличением размера коллекции. Размеры реальных коллекций настолько велики,
что переобучение вообще не является проблемой для обеих моделей. Эксперименты
показывают, что кривые перплексии обучающей и контрольной выборок отличаются
незначительно, причём эти отличия не влияют на качественные выводы при сравне-
нии различных алгоритмов обучения.

ToDo18таблица: сравнение обучения и контроля

Таким образом, роль регуляризации в LDA оказывается весьма скромной —
это не сокращение размерности и уменьшение переобучения, а всего лишь более
точное оценивание вероятности редких терминов, не особо значимых для выявле-
ния латентных тем. При этом регуляризация вызывает свои проблемы. Необходимо
оптимизировать гиперпараметры αt и βw. При появлении документов с новыми тер-
минами w необходимо из каких-то соображений инициализировать βw. Но главный
недостаток в том, что сглаживание противоречит гипотезе разреженности. В модели
LDA вероятности ϕwt и θtd принципиально не могут принимать нулевые значения.

Наблюдаемое в экспериментах переобучение PLSA может оказаться побочным
эффектом того, что качество модели измеряется с помощью контрольной перплек-
сии. Данная мера качества слишком чувствительна к появлению терминов w, для
которых p(w | d) ≈ 0. Это свидетельствует скорее о неадекватности меры качества,
либо о неадекватности модели, которая игнорирует очевидный факт существования
в текстах нетематических терминов. Идея автоматического выделения терминов, бес-
полезных для тематической модели, приводит к робастным моделям, которые рас-
сматриваются ниже. Они легко поддаются разреживанию и могут обходиться без
байесовской регуляризации [1].

Переобучение — не единственный мнимый недостаток PLSA, на который указы-
вает Д.Блэй в [6], мотивируя переход к «более прогрессивной» модели LDA. Вторая
претензия заключается в том, что модель PLSA якобы неадекватно описывает новые
документы. Действительно, для добавления (folding-in) новых документов в кол-
лекцию Т.Хофманн предлагал в [17] фиксировать матрицу Φ, найденную по всем
предыдущим документам, и определять только вектор θd для нового документа. Эта
эвристика основана на предположении, что коллекция достаточно велика, и один
документ d не может существенно повлиять на оценки распределений ϕt. Оно мо-
жет не выполняться, если документ d содержит значительное число новых терминов
или относится к темам, слабо представленным в коллекции. Фиксация распределе-
ний ϕt в момент оценивания распределения θd является, по сути дела, подменой
вероятностной порождающей модели. Однако проблема легко решается путём ре-
организации итерационного процесса обучения модели, что и сделано в онлайновом
EM-алгоритме. Единственным существенным отличием LDA от PLSA является на-
личие регуляризации Дирихле, а варианты EM-алгоритма (рациональный, обобщён-
ный, стохастический, онлайновый и другие) могут быть применены к обеим моделям.
В работе Хофманна 1999 года эти варианты просто не рассматривались, но это во-
все не означает, что модель не позволяет описывать новые документы. Выше мы
рассмотрели варианты EM-алгоритма как раз для модели PLSA.

Рассуждения Д.Блэя о недостатках PLSA были впоследствии растиражирова-
ны в многочисленных работах его последователей и учеников, без попыток критиче-
ского переосмысления или какой-либо перепроверки, см. обзоры [32, 11]. Генеральной
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линией тематического моделирования стало развитие модели LDA на основе мате-
матического аппарата графических моделей и байесовского вывода. Однако априор-
ные распределения Дирихле и их обобщения — процессы Дирихле и Питмана-Йора
не имеют убедительных лингвистических обоснований. Более того, переход от порож-
дающей модели к алгоритму настройки её параметров требует весьма громоздких
выкладок, которые резко усложняются при попытках совместного учёта нескольких
языковых явлений в одной модели.

По этим причинам мы будем придерживаться более простого подхода, осно-
ванного исключительно на принципе максимума правдоподобия. Мы также будем
избегать везде, где это возможно, избыточных вероятностных допущений и строить
«полувероятностные» модели, в которых дополнительные данные или лингвистиче-
ские знания учитываются путём модификации, по необходимости, либо порождаю-
щей модели, либо непосредственно алгоритма её обучения.

4 Робастные и разреженные тематические модели

Согласно вероятностной модели (1.2), каждый термин w в каждом докумен-
те d порождается некоторой темой t. Однако появление отдельных терминов может
объясняться не только тематикой документа. Возможны, как минимум, ещё два аль-
тернативных объяснения, условно называемых шумом и фоном.

Шум — это термины, специфичные для конкретного документа, либо редкие
термины, относящиеся к темам, слабо представленным в данной коллекции. Темати-
ческая модель даёт слишком низкие значения вероятности p(w | d) для таких терми-
нов, то есть не способна объяснить их появление в документах коллекции. Шумовые
термины увеличивают перплексию и искажают тематическую модель.

Фон — это общеупотребительные слова, в частности, стоп-слова, не отброшен-
ные на стадии предварительной обработки. Фоновые слова имеют значимые вероят-
ности во многих темах, снижая релевантность тематического поиска.

§4.1 Робастная тематическая модель с шумом и фоном

Робастная вероятностная тематическая модель SWB (special words with
background) представляет собой вероятностную смесь трёх компонент — тематиче-
ской, шумовой и фоновой [9]:

p(w | d) =
Zdw + γπdw + επw

1 + γ + ε
; Zdw =

∑

t∈T

ϕwtθtd. (4.1)

где шумовая компонента πdw ≡ pш(w | d) — неизвестное распределение терминов
в документе d, фоновая компонента πw ≡ pф(w) — неизвестное распределение терми-
нов во всей коллекции. Априорные вероятности тематической, шумовой и фоновой
компонент модели обозначим, соответственно, qт = 1

1+γ+ε
, qш = γ

1+γ+ε
, qф = ε

1+γ+ε
,

где γ и ε — неотрицательные параметры.
Суть робастной модели в том, что если тематическая компонента Zdw плохо

объясняет избыточную частоту ndw некоторого термина w в некотором документе d,
то она может быть объяснена альтернативным образом либо шумовой компонент-
ной πdw, либо фоновой πw. Таким образом, редкие и общеупотребительные слова
в явном виде описываются как нетематические.
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Требуется найти значения вероятностей ϕwt, θtd, πdw, πw, при которых логарифм
правдоподобия достигает максимума:

L(D; Φ,Θ,Π) =
∑

d∈D

∑

w∈d

ndw ln
Zdw + γπdw + επw

1 + γ + ε
→ max

Φ,Θ,Π
, (4.2)

при ограничениях неотрицательности πdw > 0, πw > 0 и нормировки
∑

w∈W

ϕwt = 1,
∑

t∈T

θtd = 1,
∑

w∈d

πdw = 1,
∑

w∈W

πw = 1.

Чтобы получить приближённое решение М-шага, запишем лагранжиан данной
задачи при ограничениях нормировки и неотрицательности πdw, πw, проигнорировав
ограничения неотрицательности θtd и ϕwt, которые будут выполнены автоматически.

L (D; Φ,Θ,Π) =
∑

d∈D

∑

w∈d

ndw ln
Zdw + γπdw + επw

1 + γ + ε
+
∑

d∈D

∑

w∈d

κdwπdw +
∑

w∈W

κ′wπw −

−
∑

t∈T

λt

(
∑

w∈W

ϕwt−1

)

−
∑

d∈D

µd

(
∑

t∈T

θtd−1

)

−
∑

d∈D

νd

(
∑

w∈d

πdw−1

)

−ν ′
(
∑

w∈W

πw−1

)

.

Двойственные переменные κdw, соответствующие ограничениям πdw > 0, долж-
ны быть неотрицательны и удовлетворять условиям дополняющей нежёсткости

κdwπdw = 0, d ∈ D, w ∈ d.

Аналогично, для двойственных переменных κ′w, соответствующих πw > 0:

κ′wπw = 0, w ∈ W.

По аналогии со стандартным ЕМ-алгоритмом, на E-шаге для каждой пары
(d, w) вычисляются по формуле Байеса условные вероятности тем Hdwt = p(t | d, w):

Hdwt =
ϕwtθtd

Zdw + γπdw + επw
, t ∈ T, (4.3)

а также условные вероятности того, что термин w является шумом Hdw и фоном H ′
dw:

Hdw =
γπdw

Zdw + γπdw + επw
; H ′

dw =
επw

Zdw + γπdw + επw
. (4.4)

Продифференцировав лагранжиан по переменным θtd и ϕwt и приравняв нулю
производные, получим прежние формулы для ϕwt (2.2) и θtd (2.3), с единственным
отличием, что теперь Hdwt вычисляются по новой формуле (4.3).

Продифференцируем лагранжиан по πdw и приравняем нулю производную:

νd =
ndwγ

Zdw + γπdw + επw
+ κdw. (4.5)

Домножим обе части этого равенства на πdw, просуммируем по всем терминам
w ∈ W , применим условие нормировки вероятностей πdw в левой части и условие
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дополняющей нежёсткости в правой части. Получим выражение двойственной пере-
менной νd через все основные переменные:

νd =
∑

w∈d

ndw

γπdw
Zdw + γπdw + επw

=
∑

w∈d

ndwHdw. (4.6)

Поскольку Hdw есть апостериорная вероятность того, что термин w в доку-
менте d является шумом, величина νd интерпретируется как оценка числа шумовых
терминов в документе d.

Проделав аналогичные действия для фоновой компоненты, получим

ν ′ =
∑

d∈D

ndw

ε

Zdw + γπdw + επw
+ κ′w,

ν ′ =
∑

d∈D

∑

w∈d

ndw

επw
Zdw + γπdw + επw

=
∑

d∈D

∑

w∈d

ndwH
′
dw,

где ν ′ интерпретируется как оценка числа фоновых терминов во всей коллекции.

Мультипликативный М-шаг. Домножим обе части (4.5) на πdw, но не будем сум-
мировать по w. Получим формулу М-шага для шумовой компоненты:

πdw =
1

νd
ndw

γπdw
Zdw + γπdw + επw

=
ndwHdw

∑

w′∈d

ndw′Hdw′

.

Аналогично получается формула М-шага для фоновой компоненты:

πw =
1

ν ′
ndw

επw
Zdw + γπdw + επw

=

∑

d∈D

ndwH
′
dw

∑

d∈D

∑

w′∈d

ndw′H ′
dw′

.

Неотрицательность решения πdw, πw гарантируется, коль скоро начальные при-
ближения πdw, πw неотрицательны. Мультипликативный М-шаг приводит к анало-
гичной проблеме разреженности для переменных πdw и πw, что и для переменных
ϕwt и θtd. Если в начальном приближении значение πdw или πw равно нулю, то оно
сохранится и далее на протяжении итераций. Если в начальном приближении πdw
или πw не равно нулю, то оно так и останется ненулевым.

Аддитивный М-шаг решает проблему разреживания шумовой компоненты [1].
Перепишем (4.5) в другом виде:

ndwγ = (νd − κdw)(Zdw + γπdw + επw).

Согласно условиям дополняющей нежёсткости, хотя бы одна из двух неотри-
цательных переменных κdw, πdw должна быть равна нулю. Отсюда следует, что если
ndwγ < νd(Zdw + επw), то πdw = 0 и κdw > 0. Если же имеет место противоположное
неравенство, то κdw = 0 и πdw находится из уравнения ndwγ = νd(Zdw + γπdw + επw).
Объединяя оба эти случая, получаем итоговое выражение для πdw:

πdw =

(
ndw

νd
−
Zdw + επw

γ

)

+

. (4.7)
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Алгоритм 4.1. PLSA-ROEM: робастный онлайновый EM-алгоритм.

Вход: коллекция документов D, число тем |T |;
Выход: распределения Θ, Φ, Π;

1 инициализировать ϕwt, πw для всех w ∈ W , t ∈ T ;
2 n̂wt := 0, n̂t := 0, n̂′

w := 0, n̂′ := 0 для всех w ∈ W , t ∈ T ;
3 для всех пакетов Dj, j = 1, . . . , J
4 повторять

5 ñwt := 0, ñt := 0, ñ′
w := 0, ñ′ := 0 для всех w ∈ W , t ∈ T ;

6 для всех d ∈ Dj

7 инициализировать θtd для всех t ∈ T ;
8 повторять

9 Zw :=
∑

t∈T

ϕwtθtd + γπdw + επw для всех w ∈ d;

10 νd :=
∑

w∈d

ndwγπdw/Zw;

11 ñt :=
∑

w∈d

ndwϕwtθtd/Zw для всех t ∈ T ;

12 θtd := ñt

/ ∑

s∈T ñs для всех t ∈ T ;
13 πdw :=

(
πdw + ndw/νd − Zw/γ

)

+
для всех w ∈ d;

14 пока θtd и πdw для данного d не сойдутся;
15 увеличить ñwt, ñt на ndwϕwtθtd/Zw для всех w ∈ d, t ∈ T ;
16 увеличить ñ′

w, ñ′ на ndwεπw/Zw для всех w ∈ d;

17 ϕwt :=
ρjn̂wt + ñwt

ρjn̂t + ñt
для всех w ∈ W , t ∈ T ;

18 πw :=
ρjn̂

′
w + ñ′

w

ρjn̂
′ + ñ′ для всех w ∈ W ;

19 пока Φ не сойдутся;
20 n̂wt := ρjn̂wt + ñwt для всех w ∈ W , t ∈ T ;
21 n̂t := ρjn̂t + ñt для всех t ∈ T ;
22 n̂′

w := ρjn̂
′
w + ñ′

w для всех w ∈ W ;
23 n̂′ := ρjn̂

′ + ñ′;

Таким образом, если термин w в документе d встречается существенно чаще,
чем предсказывают тематическая и фоновая компоненты модели, то его появление
объясняется особенностями данного документа, и тогда πdw > 0.

Аддитивный M-шаг, в отличие от мультипликативного, приводит к автомати-
ческому выбору структуры разреженности матрицы (πdw)D×W .

ToDo19Эксперименты показывают, что аддитивный M-шаг даёт небольшое преимущество

по перплексии.

Робастная модификация PLSA-ROEM онлайнового PLSA-OEM показана в Ал-
горитме 4.1. Главное отличие от обычного PLSA в том, что теперь ndw вхождений
термина w в документ d распределяются не только между темами t ∈ T , но также
между шумовой и фоновой компонентами, пропорционально вероятностям

H̃dw =
(
1
Z
ϕwtθtd, t ∈ T ; 1

Z
γπdw;

1
Z
επw

)
,
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где Z — нормирующий множитель.
Возможны различные варианты алгоритма PLSA-ROEM: только с шумовой

компонентой (ε = 0), только с фоновой компонентой (γ = 0), с аддитивным и муль-
типликативным М-шагом. В Алгоритме 4.1 показан вариант с шумом и фоном, ад-
дитивным M-шагом, без сэмплирования и без сглаживания.

Сглаживание вводится в Алгоритм 4.1 заменой частотных оценок (2.2)–(2.3)
параметров ϕwt, θtd на шагах 17, 12 байесовскими оценками (3.3)–(3.4).

Сэмплирование вводится заменой распределения H̃dw его эмпирической оцен-
кой, аналогичной (2.5).

ToDo20Результаты экспериментов: робастная модель менее чувствительна к выбору парамет-

ра экономного сэмплирования s.

ToDo21Два варианта сэмплирования для каждого (d,w):

(1) пропорциональное распределение вероятности темы–шум–фон, темы сэмплируются;

(2) сэмплирование из всего распределения H̃dw.

О невозможности оптимизации априорных вероятностей шума и фона. При-
равняв нулю производные лагранжиана по γ и ε, нетрудно получить формулы для
обновления γ и ε. Однако эксперименты показывают, что с итерациями γ → ∞,
ε → 0, что приводит к полному вырождению тематической модели в простейшую
униграммную модель. Поэтому параметры γ и ε необходимо фиксировать.

ToDo22Возможна оптимизация с помощью непараметрического байесовского вывода. Прав-

да, тогда появится ещё один параметр, меняя который можно всё убрать в шум...

§4.2 Принудительное разреживание

Гипотеза разреженности предполагает, что в дискретных распределениях
p(w | t) = ϕwt, p(t | d) = θtd, p(t | d, w) = Hdwt подавляющее большинство вероятно-
стей равны нулю или очень близки к нулю. Алгоритмы, в которых нулевые значения
не хранятся, намного эффективнее по памяти и по скорости. Поэтому для больших
коллекций разреженность должна учитываться обязательно.

Модель PLSA не оптимизирует структуру разреженности распределений и тре-
бует задавать её через начальное приближение. Отдельные значения θtd и ϕwt могут
в ходе итераций стремиться к нулю, но, как правило, их доля недостаточна для по-
лучения выигрыша в производительности.

Модель LDA также не является разреженной — сглаживание частотных оценок
вероятностей приводит к тому, что матрицы Φ и Θ не содержат нулевых значений.
Эта проблема имеет много решений, например в [13] предлагается хранить не сами
значения θtd и ϕwt, а только их разности с фоновыми распределениями.

Принудительное разреживание вводится в любой из описанных выше EM-по-
добных алгоритмов. По окончании цикла по всем документам d ∈ D в каждом из |T |
распределений ϕwt = p(w | t) обнуляется небольшая доля rϕ наименьших значений
вероятностей. Аналогично, в каждом из |D| распределений θtd = p(t | d) обнуляется
небольшая доля rθ наименьших значений. После обнуления производится перенор-
мировка распределений. Разреживания начинаются с некоторой итерации i0, чтобы
к этому моменту в распределениях правильно выделились малые вероятности. Кроме
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есть новые слова в контроле
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Рис. 1. Сглаживание даёт преимущество толь-
ко когда в контроле есть новые термины (метод
CVB0 — это PLSA-GEM со сглаживанием но без
сэмплирования).
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Рис. 2. При экономном сэмплировании пяти тем
для каждой пары (d, w) перплексия не хуже, чем
при сэмплировании ndw тем. Но одной или трёх
тем не достаточно.
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Рис. 3. Робастность сильнее уменьшает пер-
плексию PLSA, чем сглаживание. Сглаживание
не улучает робастную модель.
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Рис. 4. В процессе разреживания доля нулевых
ϕwt и θtd (отложена по правой оси) увеличивает-
ся при монотонном уменьшении перплексии.

того, разреживания имеет смысл делать не на каждой итерации, а хотя бы через од-
ну, чтобы восстановить адекватность модели. В наших экспериментах разреживание
выполнялось на итерациях с номерами вида i = i0 + kd, k = 1, 2, . . . при rϕ = 0.05,
rθ = 0.05, i0 = 10, d = 2.

Принудительное разреживание может увеличивать перплексию моделей PLSA
и LDA. Кроме того, при сильном разреживании в PLSA может происходить обнуле-
ние модели p(w | d) = 0 при ndw > 0, и тогда перплексия уходит в бесконечность.

Робастные модели допускают принудительное разреживание без ухудшения
перплексии и одновременно исключают ситуацию бесконечной перплексии, так как
нулевое значение Zdw компенсируется ненулевым значением шума πdw или фона πw.
Чем больше γ и ε, тем сильнее можно разредить тематическую компоненту моде-
ли. В экспериментах разреженность матриц Θ и Φ в робастном PLSA достигала бо-
лее 90% без потери качества модели или даже с незначительным улучшением, рис. 4.

ToDo23Эксперименты: сравнение разреживания для PLSA, LDA и робастных.

ToDo24Эксперименты с выбором стратегии разреживания.
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Эксперименты на реальных данных Эксперименты производились на двух кол-
лекциях.

Коллекция RuDis содержала |D| = 2000 авторефератов диссертаций на русском
языке; суммарная длина n ≈ 8.7 · 106, объём словаря |W | ≈ 3 · 104. Контрольная кол-
лекция D′ состояла из 200 авторефератов. Предварительно производилась леммати-
зация и отбрасывались стоп-слова.

Коллекция NIPS содержала |D| = 1566 текстов статей научной конферен-
ции Neural Information Processing Systems на английском языке; суммарная длина
n ≈ 2.3 · 106, объём словаря |W | ≈ 1.3 · 104. Контрольная коллекция D′ состояла из
174 документов. Предварительно производился стемминг и отбрасывались стоп-сло-
ва.

Качество модели оценивалось перплексией контрольной коллекции D′ доку-
ментов, не включённых в обучающую коллекцию. Каждый контрольный документ d
случайным образом разделялся на две половины, d′ и d′′. Параметры θtd и νd оцени-
вались по d′. Параметры ϕwt и πw оценивались по обучающей выборке D. Парамет-
ры πdw оценивались для каждой пары (d, w) согласно (4.7). Перплексия вычислялась
по вторым половинам d′′ контрольных документов.

На рис. 1–4 показаны зависимости перплексии от числа итераций (одна итера-
ция — один проход по коллекции). Число итераций 40; число тем |T | = 100; парамет-
ры сглаживания αt = 0.5, βw = 0.01; параметры робастности γ = 0.3, ε = 0.1.

ToDo25Проверить, действительно ли πw > 0 для стоп-слов; πdw > 0 для слов, не типичных

ни для одной из тем. Просмотреть эти слова и сравнить их со словами из тем. Показать

одни и те же темы как ранжированные списки терминов в неробастной модели, робастной

модели, робастной модели после разреживания.

ToDo26Если добавить фоновую компоненту, то приведёт ли это к улучшению HOP и сте-

пени разреженности? Позволяет ли фоновая компонента избавиться от предварительного

отбрасывания стоп-слов?

5 Иерархические тематические модели

Для больших коллекций текстовых документов естественно строить иерархии
вложенных друг в друга тем (называемых также категориями или рубриками), чтобы
упростить поиск документов. Иерархия — это общепринятый способ структуризации
знаний. Однако разделение тем на более узкие подтемы субъективно, неоднозначно
и часто вызывает споры среди специалистов.

В статье [44] приводится обзор иерархических тематических моделей и отме-
чается, что оптимизация структуры иерархии по коллекции документов является
открытой проблемой; более того, разработка объективной количественной оценки
качества иерархии — также открытая проблема.

Многие иерархические модели имеют те или иные неестественные ограничения:
либо фиксируется число уровней, либо фиксируется число подтем в каждой теме или
на каждом уровне, либо документ не может относиться к темам из различных ветвей
дерева, либо темы не могут иметь общую подтему, либо темам во внутренних узлах
не сопоставляется распределение на множестве терминов.
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§5.1 Определение тематического дерева

Гипотеза о существовании тематического дерева. Рассмотрим дерево с множе-
ством вершин V и корнем t0 ∈ V . Вершины дерева соответствуют темам. Каждой
теме t ∈ V соответствует множество её подтем — дочерних вершин в дереве St ⊂ V .
Каждое ребро дерева соответствует паре «тема–подтема» (t, s), s ∈ St. Если St = ∅,
то тема t называется терминальной или листом тематического дерева. Для каждой
вершины t в дереве V существует только одна родительская вершина, следовательно,
только один путь (t0, . . . , t) от корня дерева t0 до темы t.

Ранее мы предполагали, что каждое вхождение термина w в документ d связано
только с одной темой t. Теперь примем за аксиому другие предположения:

1) если пара (d, w) связана с темой t, то она связана и со всеми темами выше
вершины t на пути до корня t0;

2) если пара (d, w) не связана с темой t, то она не связана и со всеми подтемами
в поддереве ниже вершины t.

Этих двух предположений, совершенно не вероятностного характера, достаточ-
но, чтобы построить иерархическую вероятностную тематическую модель.

Вероятностная интерпретация отношения «тема–подтема». Каждому ребру
тематического дерева (t, s) соответствует условная вероятность p(s | t) того, что тер-
мин документа, связанный с темой t, связан также с подтемой s ∈ St:

p(s | t) =
p(t, s)

p(t)
=
p(s)

p(t)
. (5.1)

Если рассматривать коллекцию документов как выборку троек (d, w, t), то ча-
стотной оценкой этой условной вероятности будет p̂(s | t) = ns/nt — доля троек, свя-
занных с подтемой s, среди всех троек, связанных с темой t.

Условные вероятности подтем удовлетворяют ограничениям нормировки, кото-
рые, в силу (5.1), допускают две эквивалентные записи:

∑

s∈St

p(s | t) = 1,
∑

s∈St

p(s) = p(t), t ∈ V. (5.2)

Обозначим через T множество тем, соответствующих терминальным вершинам
дерева V . Условие нормировки

∑

t∈T

p(t) = 1. (5.3)

выполняется именно для этого множества, а не для всего множества тем в дереве V .
Из (5.2) следует, что условие нормировки останется справедливым, если заменить
любое из множеств St его родительской темой t, а также если делать такие замены
многократно в произвольном порядке. В частности, для корневой темы p(t0) = 1.

При разделении темы t на подтемы s ∈ St условные распределения для подтем
ϕws = p(w | s) и θsd = p(s | d) должны удовлетворять требованиям нормировки

∑

w∈W

ϕws = 1, s ∈ St;
∑

s∈St

θsd = θtd, d ∈ D. (5.4)
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Распределения p(s |w) = ϕws
p(s)
p(w)

и p(d | s) = θsd
p(d)
p(s)

также должны быть норми-
рованы, откуда следуют ещё две серии тождеств:

∑

s∈St

ϕws p(s) = ϕwt p(t), w ∈ W ;
∑

d∈D

θsd p(d) = p(s), s ∈ St. (5.5)

Документы во внутренних вершинах. В некоторых приложениях важно, чтобы
документы и термины могли относиться не только к терминальным вершинам, но
и к любым внутренним вершинам тематического дерева. В частности, это могут
быть документы, относящиеся сразу к нескольким подтемам, либо новые документы,
которые пока не выделились в отдельную подтему.

Для каждой внутренней вершины t ∈ V \T создаётся выделенная терминальная
вершина — подтема s0 ∈ St. Если документ или термин попадает в s0, то считается,
что он остался в теме t. В терминах кластеризации выделенная подтема s0 — это
специальный «фоновый» кластер, к которому относится всё, что не удалось с уве-
ренностью отнести к другим кластерам — подтемам темы t.

К выделенной подтеме s0 естественно предъявлять требование минимизации
числа документов и описывать её тем же распределением, что и родительскую тему t.

§5.2 Иерархическая модель для категоризации текстов

Рассмотрим случай, когда структура тематического дерева {St : t ∈ V } фик-
сирована. Чтобы каждая тема t ∈ T имела интерпретацию, к ней привязывается
множество документов Dt ⊂ D и множество терминов Wt ⊂W . Одно из этих мно-
жеств может быть пустым. Таким образом, ставится задача частичного обучения

(semi-supervised learning) иерархической тематической модели.
Распределение θtd = p(t | d), полученное в результате тематического моделиро-

вания, непосредственно решает задачу категоризации — документ d относится к тем
темам (категориям), для которых вероятность θtd превышает заданный порог. Для
решения задач категоризации лучше подходят разреженные модели, в которых ма-
лые вероятности θtd обнуляются в процессе построения модели. Обнуление или игно-
рирование малых вероятностей в уже построенной модели может приводить к менее
адекватным результатам.

Для категоризации текстов часто применяется другой подход: для каждой пары
тема–подтема строится классификатор на два класса [30]. Каждый классификатор
обучается по выборке документов, относящихся к родительской теме, что требует
больших затрат времени и памяти. Иерархическая тематическая модель, очевидно,
является более естественным инструментом категоризации.

Иерархический Алгоритм 5.1 основан на онлайновом Алгоритме 2.4. Основное
отличие PLSA-HOEM в том, что для вычисления распределения θtd тем t в докумен-
те d производится спуск по дереву от корня к терминальным вершинам.

Модификация формул М-шага для иерархической модели. Пусть T ⊂ V —
подмножество вершин дерева, удовлетворяющее условию нормировки (5.3), и для
всех тем t ∈ T известны значения параметров ϕwt, θtd. Сначала T состоит из един-
ственной корневой вершины t0, для которой ϕwt0 = p(w) и θt0d = 1. Спуск по дере-
ву — это итерационный процесс, на каждом шаге которого выбирается некоторое
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подмножество тем R ⊆ T , и для каждой вершины s ∈ S из множества всех их под-
тем S =

⋃

t∈R

St, вычисляются значения параметров ϕws, θsd. После этого множество T

заменяется на (T\R) ∪ S и начинается следующий шаг. Спуск продолжается, пока T
не совпадёт с множеством терминальных вершин дерева.

Рассмотрим вероятностную модель (1.2) при ограничениях нормировки (5.4).
Параметры ϕwt и θtd для всех тем t ∈ T\R будем считать фиксированными. Обозна-
чим через σdw фиксированную часть вероятностной тематической модели:

σdw =
∑

t∈T\R

ϕwtθtd, d ∈ D, w ∈ d.

Задача оценивания параметров ϕws, θsd, s ∈ S сводится к максимизации ло-
гарифма правдоподобия, аналогично задаче (1.6), но оптимизируется только часть
параметров ΦS =

(
ϕws

)

W×S и ΘS =
(
θsd

)

S×D, связанных с темами из S:

L(D; ΘS,ΦS) =
∑

d∈D

∑

w∈d

ndw ln

(

σdw +
∑

s∈S

ϕwsθsd

)

→ max
ΦS ,ΘS

;

∑

w∈W

ϕws = 1, s ∈ S;

∑

s∈St

θsd = θtd, t ∈ R, d ∈ D.

Как обычно, нужно записать лагранжиан, приравнять нулю его производные
по переменным ϕws и θsd, из полученных уравнений исключить двойственные пере-
менные и выразить ϕws и θsd через Hdws:

Hdws =
ϕwsθsd

σdw +
∑

s′∈S

ϕws′θs′d
, d ∈ D, w ∈ d, s ∈ S;

ϕws =

∑

d∈D

ndwHdws

∑

w′∈W

∑

d∈D

ndw′Hdw′s

, w ∈ W, s ∈ S;

θsd = θtd

∑

w∈d

ndwHdws

∑

s′∈St

∑

w′∈d

ndw′Hdw′s′
, d ∈ D, s ∈ St, t ∈ R;

или, в более компактной записи с использованием счётчиков:

ϕws =
n̂ws

n̂s

, n̂s =
∑

w∈W

n̂ws, n̂ws =
∑

d∈D

ndwHdws. (5.6)

θsd = θtd
n̂ds

n̂dt

, n̂dt =
∑

s∈St

n̂ds, n̂ds =
∑

w∈d

ndwHdws. (5.7)

Таким образом, формулы M-шага и E-шага для иерархического алгоритма
лишь немногим отличаются от обычного PLSA-EM.
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Алгоритм 5.1. PLSA-HOEM: иерархический онлайновый EM-алгоритм.

Вход: коллекция документов D; параметры λ и µ,
множество тем V и структура тематического дерева {St : t ∈ V },
привязки терминов и документов к темам ϕ0

wt и θ0td;
Выход: распределения Θ и Φ;

1 инициализировать ϕwt с учётом ϕ0
wt для всех w ∈ W , t ∈ V ;

2 повторять

3 n̂wt := 0; n̂t := 0 для всех w ∈ W , t ∈ V ;
4 для всех d ∈ D
5 инициализировать θtd с учётом θ0td для всех t ∈ V ;
6 T := {t0}; R := {t0}; θt0d = 1;
7 пока множество подтем S :=

⋃

t∈R

St не пусто

8 σdw =
∑

t∈T\R

ϕwtθtd для всех w ∈ d;

9 повторять

10 Zw := σdw +
∑

s∈S

ϕwsθsd для всех w ∈ d;

11 ns :=
∑

w∈d

ndwϕwsθsd/Zw для всех w ∈ d;

12 n :=
∑

s∈S

ns;

13 θsd := µθ0sd + (1− µ)θtdns/n для всех s ∈ St, t ∈ R;
14 пока θsd не сойдутся для всех s ∈ S;
15 увеличить n̂ws, n̂s на ndwϕwsθsd/Zw для всех w ∈ d, s ∈ S;
16 T := (T\R) ∪ S; R := S;

17 ϕwt := λϕ0
wt + (1− λ)n̂wt/n̂t для всех w ∈ W , t ∈ V ;

18 пока Φ не сойдутся;

Инициализация и частичное обучение. Привязки терминов и документов к те-
мам задаются в виде начальных распределений ϕ0

wt и θ0td, вычисляемых по формулам
из §2.6 c нормировкой (5.4). При инициализации они смешиваются с неразреженны-
ми случайными распределениями, на каждом шаге EM-алгоритма — с оценками (5.6)
и (5.7). Благодаря тому, что текущие приближения ϕwt и θtd немного притягиваются
к начальным распределениям ϕ0

wt и θ0td, темы не уходят далеко от исходно заданных
интерпретаций. Сила этого «притяжения» регулируется параметрами λ и µ.

Регуляризация Дирихле может быть добавлена в Алгоритм 5.1 обычным образом:
частотные оценки условных вероятностей (5.6), (5.7) заменяются сглаженными:

ϕws =
βw + n̂ws

∑

w′∈W

(
βw′ + n̂w′s

) =
βw + n̂ws

β0 + n̂s

. (5.8)

θsd = θtd
αs + n̂ds

∑

s′∈St

(
αs′ + n̂ds′

) = θtd
αs + n̂ds

αt + n̂dt

. (5.9)
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Заметим, что при разделении темы t на множество подтем St расщепляются
также и гиперпараметры распределения Дирихле Dir(θd;α), а их сумма α0 не меня-
ется. Это следует из условий нормировки (5.4) и свойства (3.1):

∑

s∈St

θsd = θtd ⇒
∑

s∈St

Eθsd = Eθtd ⇒
∑

s∈St

αs = αt.

6 Критерии качества тематических моделей

§6.1 Критерии условной независимости

Гипотеза условной независимости p(w | d, t) = p(w | t) чрезвычайно важна для
вероятностных тематических моделей. Именно она обеспечивает переход к компакт-
ному представлению данных F ≈ ΦΘ. Для её проверки не требуется выделять кон-
трольную выборку, что является преимуществом данного типа критериев.

Оба распределения оцениваются в EM-алгоритме:

p̂(w | d, t) =
ndwt

n̂dt

, t ∈ T, d ∈ D;

p̂(w | t) =
n̂wt

n̂t

, t ∈ T.

Рассмотрим статистические тесты, проверяющие нулевую гипотезу о том, что
различия между этими распределениями незначимы, точнее, что выборка с эмпири-
ческим распределением p̂(w | d, t) могла быть получена из генеральной совокупности
с распределением p̂(w | t).

Точный тест Фишера. Рассмотрим следующий статистический эксперимент, свя-
занный с каждой тройкой (d, w, t). Имеется последовательность из nt терминов, в ко-
торой термин w встречается ровно nwt раз. Из этой последовательности случайно
и независимо выбираются ndt терминов. Какова вероятность, что термин w окажет-
ся в числе выбранных не более ndwt раз? В условиях истинности нулевой гипотезы
эта вероятность описывается функцией гипергеометрического распределения:

Pdwt =

ndwt∑

i=0

C i
nwt
Cndt−i

nt−nwt

Cndt
nt

.

ToDo27
дописать

Критерий X2 Пирсона основан на вычислении статистики хи-квадрат, которая
является естественной мерой различия двух распределений:

X2
dt =

∑

w∈Wdt

(Edwt − ndwt)
2

Edwt

= n̂dt

∑

w∈Wdt

(
p̂(w | t)− p̂(w | d, t)

)
2

p̂(w | t)
,

где Edwt = n̂dtp̂(w | t) — ожидаемое число вхождений термина w в документ d, свя-
занных с темой t, Wdt =

{
w ∈ W : Edwt > 0

}
.
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Если значение X2
dt превышает (1−α)-квантиль распределения хи-квадрат χ2

k,1−α

с числом степеней свободы k = |Wdt| − 1, то нулевая гипотеза отвергается.
Условием применимости асимптотики χ2

k считается наличие достаточного чис-
ла наблюдений во всей выборке, n̂dt > 50, а также достаточного ожидаемого числа
наблюдений каждого термина, Edwt > 5. Второе требование в типичном случае не вы-
полняется для большинства терминов w, так как распределение p̂(w | t), как правило,
разрежено, более того, мощность словаряWdt может превышать длину документа n̂dt.
Таким образом, в нашем случае критерий Пирсона применять нельзя. Для случая
разреженных распределений больше подходят статистики G2 и D2.

Статистика G2 определяется через дивергенцию Кульбака–Лейблера, и для неё так-
же справедливо асимптотическое распределение χ2

k с тем же числом степеней свобо-
ды, но при менее жёстких требованиях к числу наблюдений:

G2
dt = 2

∑

w∈Wdt

ndwt ln
ndwt

Edwt

.

Статистика D2 — это поправка к статистике X2, предложенная Зельтерманом в [45]
специально для случая разреженных распределений:

D2
dt =

∑

w∈Wdt

(Edwt − ndwt)
2 − ndwt

Edwt

.

Эта статистика имеет асимптотически нормальное распределение. Особенности её
применения обсуждаются в [33, 18].

Семейство функций расстояния Кресси–Рида. Для сравнения эмпирической
функции вероятности p̂(w), оцененной по выборке длины n, с истинной функцией
вероятности p(w) принято использовать функции расстояния, придающие больший
вес малым вероятностям:

KL(p̂ ‖ p) =
∑

w

p̂(w) ln
p̂(w)

p(w)
— дивергенция Кульбака–Лейблера; (6.1)

X2(p̂, p) =
∑

w

(
p(w)− p̂(w)

)2

p(w)
— ненормированная χ2-статистика; (6.2)

H2(p̂, p) =
∑

w

(√

p(w)−
√

p̂(w)
)2

— расстояние Хеллингера. (6.3)

Эти и другие «разумные» функции расстояния обобщаются (с точностью до кон-
стантного множителя) параметрическим семейством дивергенций Кресси–Рида [10,
28]:

CRλ(p̂ : p) =
2

λ(λ+ 1)

∑

w

p̂(w)

((
p̂(w)

p(w)

)λ

− 1

)

.

ToDo28
дописать, сделать эксперименты
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Перестановочный тест основан на использовании эмпирического распределения
статистики, полученного путём сэмплирования большого числа выборок в условиях
истинности нулевой гипотезы. Перестановочные тесты применяются в тех случаях,
когда функция распределения статистики неизвестна или имеет слишком сложный
вид или её известные асимптотики не достаточно точны.

Пусть S — одна из статистик X2, G2, D2. Зафиксируем тему t. Сгенерируем
N независимых выборок терминов из распределения p̂(w | t). Для каждой из них вы-
числим эмпирическое распределение p̂(w) и значение статистики S. По выборке зна-
чений статистики {S1, . . . , SN} построим эмпирическое распределение F̂t(S) и найдём
его (1− α)-квантиль F̂t,1−α. Число N должно быть порядка 103 при α = 0.05.

Обозначим через Sdt значение статистики S, вычисленное по распределению
p̂(w | d, t) для заданных t ∈ T и d ∈ D. Поскольку распределение F̂t(S) построено
в условиях истинности нулевой гипотезы, неравенство Sdt > F̂t,1−α является крите-
рием отклонения нулевой гипотезы для документа d на уровне значимости α.

Заметим, что квантиль F̂t,1−α достаточно вычислить один раз для каждой те-
мы t и использовать для всех документов d ∈ D, что даёт значительную экономию
времени. Однако при изменении распределения p̂(w | t) распределение F̂t(S) и его
квантиль придётся пересчитать заново.

Оценки средней несогласованности для документов и тем. Введём индикатор
события «тема t не согласована в документе d при уровне значимости α»:

Bdt(α) =
[
Sdt > F̂t,1−α

]
;

Определим среднюю несогласованность темы, документа и тематической моде-
ли в целом при уровне значимости α:

Bt(α) =
∑

d∈D

n̂dt

n̂t

Bdt(α) — средняя несогласованность темы t;

Bd(α) =
∑

t∈T

n̂dt

nd

Bdt(α) — средняя несогласованность документа d;

B(α) =
∑

d∈D

∑

t∈T

n̂dt

n
Bdt(α) — средняя несогласованность модели.

Это нормированные величины, принимающие значения из отрезка [0, 1]. Чем
меньше средняя несогласованность, тем лучше модель описывает соответствующую
тему t, документ d или всю коллекцию в целом.

Критерий условной независимости. В [24] предлагается ещё один критерий,
оценивающий степень несоответствия темы t ∈ T гипотезе условной независимо-
сти. Он основан на дивергенции Кульбака–Лейблера и может быть легко вычислен
в EM-алгоритме на каждом проходе коллекции:

KLt = KL
(

p̂(d, w | t)
∥
∥
∥ p̂(d | t) p̂(w | t)

)

=
∑

d,w

ndwt

n̂t

ln
ndwt

Edwt

.
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Статистика G2
t =

∑

d∈D

G2
dt = 2n̂tKLt имеет асимптотически распределение χ2

k

с числом степеней свободы k =
∑

d∈D

|Wdt| − |W | − |D|+ 1. В силу разреженности рас-

пределения p̂(d, w | t) вместо критерия хи-квадрат лучше применять перестановоч-
ный тест. Гипотеза условной независимости принимается для темы t, когда значение
статистики G2

t меньше критического.

Выделение несогласованных тем. Статистические критерии позволяют находить
«неудачные» темы, которые целесообразно разбивать на подтемы, непосредственно
во время итераций EM-алгоритма. Темы можно ранжировать и сравнивать по зна-
чениям средней согласованности Bt(α) или статистики G2

t . Заметим, что сравнивать
темы по значению дивергенции KLt некорректно, так как только после умножения
на «длину темы» n̂t получается величина G2

t = 2n̂t KLt, имеющая (асимптотически)
одинаковое распределение для всех тем.

ToDo29Эксперименты Влады Целых

§6.2 Критерии качества классификации документов

Оценивание качества тематической модели упрощается в тех случаях, когда
она строится с целью классификации или поиска документов. Каждый документ
описывается |T |-мерным вектором тем θd =

(
p(t | d)

)

t∈T . Качество модели определя-
ется тем, насколько хорошо классифицируются документы, представленные этими
векторами.

Пусть каждый документ d ∈ D относится к классу yd ∈ Y , алгоритм классифи-
кации a : R|T | → Y относит документ d к классу ad = a(θd). В задачах информаци-
онного поиска и категоризации текстов качество классификации принято измерять
в терминах точности и полноты [30].

Точность (precision) относительно класса y ∈ Y определяется как доля пра-
вильно классифицированных документов среди всех документов, отнесённых алго-
ритмом a к классу y:

Py(a) =
#
{
d ∈ D : ad = yd = y

}

#
{
d ∈ D : ad = y

} .

Полнота (recall) относительно класса y ∈ Y определяется как доля правильно
классифицированных документов среди всех документов класса y:

Ry(a) =
#
{
d ∈ D : ad = yd = y

}

#
{
d ∈ D : yd = y

} .

Чем больше значения точности и полноты, тем выше качество классификации.
В задачах информационного поиска обычно рассматривают два класса — до-

кумент либо «релевантен», либо «нерелевантен»; точность и полноту определяют
только относительно класса релевантных документов.

Задачи категоризации, как правило, являются многоклассовыми, |Y | ≫ 2. В та-
ких случаях точность и полноту усредняют по всем классам.
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В качестве агрегированного показателя, объединяющего точность P и полно-
ту R, принято использовать F1-меру:

F1 =
2PR

P +R
.

§6.3 Критерии качества тематического поиска

ToDo30Описать идею разбиения каждого документа на части и поиска одних частей по дру-

гим. Качество поиска может измеряться с помощью Mean Average Precision.
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