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Напоминание. Байесовская теория классификации

X — объекты, Y — ответы, X × Y — в.п. с плотностью p(x , y);

Две подзадачи:

1 Дано:
X ℓ = (xi , yi )

ℓ
i=1 — обучающая выборка.

Найти:
эмпирические оценки P̂(y) и p̂(x |y), y ∈ Y

(восстановить плотность каждого класса по выборке).

2 Дано:
априорные вероятности P(y) и плотности p(x |y), y ∈ Y .

Найти:
классификатор a : X × Y , минимизирующий риск R(a).

Решение:
a(x) = argmax

y∈Y
λyP(y)p(x |y).
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Логистическая регрессия: базовые предположения

X = R
n, Y = ±1, выборка X ℓ = (xi , yi )

ℓ
i=1 i.i.d. из

p(x , y) = P(y)p(x |y) = P(y |x)p(x)

Функции правдоподобия p(x |y) экспонентные:

p(x |y) = exp
(
cy (δ)〈θy , x〉+ by (δ, θy ) + d(x , δ)

)
,

где θy ∈ R
n — параметр сдвига;

δ — параметр разброса;
by , cy , d — произвольные числовые функции;
причём параметры d(·) и δ не зависят от y .

Класс экспонентных распределений очень широк:
равномерное, нормальное, гипергеометрическое, пуассоновское,
биномиальное, Γ-распределение, и др.
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Пример: гауссовская плотность — экспонентная

Многомерное нормальное распределение, µ ∈ R
n, Σ ∈ R

n×n,

N (x ;µ,Σ) = (2π)−
n
2 |Σ|−

1
2 exp

(

−1
2(x − µ)тΣ−1(x − µ)

)

является экспонентным, с параметрами
сдвига θ = Σ−1µ и разброса δ = Σ:

N (x ;µ,Σ) = exp
(

µтΣ−1x
︸ ︷︷ ︸

〈θ,x〉

− 1
2µ

тΣ−1ΣΣ−1µ
︸ ︷︷ ︸

b(δ,θ)

−

− 1
2x

тΣ−1x − n
2 ln(2π)−

1
2 ln |Σ|

︸ ︷︷ ︸

d(x ,δ)

)

.

Нормальный байесовский классификатор линеен, если Σy ≡ Σ.
Но, может, класс плотностей, для которых он линеен, шире?
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Теорема о линейности байесовского классификатора

Оптимальный байесовский классификатор для двух классов:

a(x) = sign
(
λ+ P(+1|x)−λ− P(−1|x)

)
= sign

(
p(x |+1)P(+1)
p(x |−1)P(−1) −

λ
−

λ+

)

.

Теорема

Если py экспонентны, параметры d(·) и δ не зависят от y ,
и среди признаков f1(x), . . . , fn(x) есть константа,
то байесовский классификатор линеен:

a(x) = sign
(
〈w , x〉 − w0

)
, w0 = ln(λ−/λ+);

апостериорные вероятности классов:

P(y |x) = σ
(
〈w , x〉y

)
,

где σ(z) = 1
1+e−z — логистическая (сигмоидная) функция.
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Доказательство: шаг 1

После подстановки экспонентных плотностей классов

p(x | ± 1) = exp
(
c±(δ)〈θ±, x〉+ b±(δ, θ±) + d(x , δ)

)

в формулу байесовского классификатора

a(x) = sign

(
P(+1|x)

P(−1|x)
−

λ−

λ+

)

= sign

(

ln
P(+1)p(x |+ 1)

P(−1)p(x | − 1)
− ln

λ−

λ+

)

получаем

ln
P(+1|x)

P(−1|x)
= 〈c(δ)(θ+− θ−)

︸ ︷︷ ︸

w=const(x)

, x〉+ b+(δ, θ+)− b−(δ, θ−) + ln P+

P
−

︸ ︷︷ ︸

β=const(x)

.

Добавим β к коэффициенту wj при константном признаке fj = 1
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Основная теорема. Доказательство: шаг 2

Таким образом,
P(+1|x)

P(−1|x)
= e〈w ,x〉

По формуле полной вероятности P(−1|x) + P(+1|x) = 1,

P(+1|x) =
1

1 + e−〈w ,x〉
; P(−1|x) =

1

1 + e〈w ,x〉
.

Объединяя эти два равенства в одно, получаем требуемое:

P(y |x) = σ
(
〈w , x〉y

)
.

Следовательно, разделяющая поверхность линейна:

λ− P(−1|x) = λ+ P(+1|x),

〈w , x〉 − ln
λ−

λ+
= 0.
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Обоснование логарифмической функции потерь

Максимизация логарифма правдоподобия выборки:

L(w) = log
ℓ∏

i=1

p(xi , yi ) → max
w

.

Подставим: p(x , y) = P(y |x) · p(x) = σ
(
〈w , x〉y

)
· const(w)

L(w) =

ℓ∑

i=1

log σ
(
〈w , xi 〉yi

)
+ const(w) → max

w
.

Максимизация L(w) эквивалентна минимизации Q(w):

Q(w) =

ℓ∑

i=1

log
(
1 + exp(−〈w , xi 〉yi

︸ ︷︷ ︸

Mi (w)

)
)
→ min

w
.
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Задача классификации. Логистическая регрессия (LR)

Y = {−1,+1} — два класса, a(x ,w) = sign(〈w , x〉), x ,w ∈ R
n.

Функционал аппроксимированного эмпирического риска:

Q(w) =

ℓ∑

i=1

[
Mi(w) < 0

]
6

ℓ∑

i=1

L
(
〈w , xi 〉yi

)
→ min

w
,

где L (M) = log
(
1 + e−M

)
— логарифмическая функция потерь
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Напоминания. Оптимизация параметров LR.

Метод первого порядка — стохастический градиент:

w (t+1) := w (t) + ηt yixi (1− σi ),

ηt — градиентный шаг,
σi = σ(yiw

тxi ) = P(yi |xi ) — вероятность правильной
классификации xi .

Метод второго порядка (Ньютона-Рафсона) приводит к
IRLS, Iteratively Reweighted Least Squares:

w (t+1) := w (t) + ηt(F
тΛF )−1F тỹ ,

F — матрица объекты–признаки ℓ×n,
ỹ =

(
yi(1− σi )

)
,

Λ = diag
(
(1− σi )/σi

)
,
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Пример. Бинаризация признаков и скоринговая карта
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Оценивание рисков

Оценка риска (математического ожидания) потерь объекта x :

R(x) =
∑

y∈Y

Dxy P(y |x) =
∑

y∈Y

Dxyσ
(
〈w , x〉y

)
,

где Dxy — величина потери для (x , y).

Недостатки:
трудно проверить, выполняются ли базовые предположения;
т. е. оценка вероятности носит эвристический характер;

Методика VaR (Value at Risk):
1000 раз: для каждого x разыгрывается исход y ∼ P(y |x);

строится эмпирическое распределение величины V =
ℓ∑

i=1
Dxy ;

определяется α-квантиль распределения.
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Задача восстановления смеси распределений

Порождающая модель смеси распределений:

p(x) =

k∑

j=1

wjpj(x ; θj),

k∑

j=1

wj = 1, wj > 0,

pj(x ; θj ) — функция правдоподобия j-й компоненты смеси;
wj — её априорная вероятность; k — число компонент смеси.

Задача 1: имея простую выборку Xm ∼ p(x) и зная k ,
оценить вектор параметров Θ = (w1, . . . ,wk , θ1, . . . , θk).

Задача 2: оценить ещё и k .
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Максимизация правдоподобия и ЕМ-алгоритм

Задача максимизации логарифма правдоподобия

L(Θ) = ln
m∏

i=1

p(xi ) =
m∑

i=1

ln
k∑

j=1

wjpj(xi ; θj) → max
Θ

.

при ограничениях
k∑

j=1
wj = 1; wj > 0.

Проблема: задача не решается аналитически «в лоб».

Итерационный алгоритм Expectation–Maximization:

1: начальное приближение вектора параметров Θ;
2: повторять
3: G := Е-шаг (Θ); // оцениваются скрытые переменные G

4: Θ := М-шаг (Θ,G );
5: пока Θ и G не стабилизируются.
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EM-алгоритм как способ решения системы уравнений

Теорема (необходимые условия экстремума)

Точка Θ = (wj , θj)
k
j=1 локального экстремума L(Θ)

удовлетворяет системе уравнений относительно Θ и G = (gij):

Е-шаг: gij =
wjpj(xi ; θj)

∑k
s=1 wsps(xi ; θs)

, i = 1, . . . ,m, j = 1, . . . , k ;

M-шаг: θj = argmax
θ

m∑

i=1

gij ln pj(xi ; θ), j = 1, . . . , k ;

wj =
1

m

m∑

i=1

gij , j = 1, . . . , k .

EM-алгоритм — это метод простых итераций для её решения
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Вероятностная интерпретация

Е-шаг — это формула Байеса:

gij = P(j |xi ) =
P(j)p(xi |j)

p(xi )
=

wjpj(xi ; θj)

p(xi)
=

wjpj(xi ; θj)
∑k

s=1 wsps(xi ; θs)
.

Очевидно, выполнено условие нормировки:
∑k

j=1 gij = 1.

M-шаг — это максимизация взвешенного правдоподобия,
с весами объектов gij для j-й компоненты смеси:

θj = argmax
θ

m∑

i=1

gij ln pj(xi ; θ),

wj =
1

m

m∑

i=1

gij .
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Доказательство. Условия Каруша–Куна–Таккера

Лагранжиан оптимизационной задачи «L(Θ) → max»:

L (Θ) =
m∑

i=1

ln

( k∑

j=1

wjpj(xi ; θj )

︸ ︷︷ ︸

p(xi )

)

− λ

( k∑

j=1

wj − 1

)

.

Приравниваем нулю производные:

∂L

∂wj

= 0 ⇒ λ = m; wj =
1

m

m∑

i=1

wjpj(xi ; θj)

p(xi )
︸ ︷︷ ︸

gij

=
1

m

m∑

i=1

gij ,

∂L

∂θj
=

m∑

i=1

wjpj(xi ; θj)

p(xi)
︸ ︷︷ ︸

gij

∂

∂θj
ln pj(xi ; θj) =

∂

∂θj

m∑

i=1

gij ln pj(xi ; θj) = 0.
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ЕМ-алгоритм

Вход: Xm = {x1, . . . , xm}, k , δ, начальное Θ = (wj , θj)
k
j=1;

Выход: Θ = (wj , θj)
k
j=1 — параметры смеси распределений

1: повторять
2: E-шаг (expectation):

для всех i = 1, . . . ,m, j = 1, . . . , k

g0
ij := gij ; gij :=

wjpj(xi ; θj)
∑k

s=1 wsps(xi ; θs)
;

3: M-шаг (maximization):
для всех j = 1, . . . , k

θj := argmax
θ

m∑

i=1

gij ln pj(xi ; θ); wj :=
1

m

m∑

i=1

gij ;

4: пока max
i ,j

|gij − g0
ij | > δ;

5: вернуть (wj , θj)
k
j=1;
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Пример

Две гауссовские компоненты k = 2 в пространстве X = R
2.

Расположение компонент в зависимости от номера итерации L:
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EM-алгоритм с добавлением и удалением компонент

Проблемы базового варианта ЕМ-алгоритма:

Как выбирать начальное приближение?

Как определять число компонент?

Как ускорить сходимость?

Добавление и удаление компонент в ЕМ-алгоритме:

Если слишком много объектов xi имеют слишком низкие
правдоподобия p(xi), то создаём новую k+1-ю компоненту,
по этим объектам строим её начальное приближение.

Если у j-й компоненты слишком низкий wj , удаляем её.

Регуляризация L(Θ)− τ
k∑

j=1
lnwj → max помогает:

wj ∝

(
1

m

m∑

i=1

gij − τ

)

+
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GEM — обобщённый ЕМ-алгоритм

Идея:
Не обязательно добиваться высокой точности на М-шаге.
Достаточно лишь сместиться в направлении максимума,
сделав одну или несколько итераций, и затем выполнить E-шаг.

Преимущество:
уменьшение времени работы при сопоставимом качестве
решения.
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SEM — стохастический ЕМ-алгоритм

Идея: на M-шаге вместо максимизации

θj := argmax
θ

m∑

i=1

gij ln pj(xi ; θ)

максимизируется обычное, невзвешенное, правдоподобие

θj := argmax
θ

∑

xi∈Xj

ln pj(xi ; θ),

выборки Xj строятся путём стохастического моделирования:
для каждого i = 1, . . . ,m генерируется j ∼ P(θj |xi ) ≡ gij
и объект xi помещается в Xj .

Преимущества:
ускорение сходимости, предотвращение зацикливаний.
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HEM — иерархический ЕМ-алгоритм

Идея:
«Плохо описанные» компоненты расщепляются на две или
более дочерних компонент.

Преимущество:
автоматически выявляется иерархическая структура каждого
класса, которую затем можно интерпретировать содержательно.
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Гауссовская смесь c диагональными матрицами ковариации

Гауссовская смесь GMM — Gaussian Mixture Model

Допущения:
1. Функции правдоподобия классов p(x |y) представимы в виде
смесей ky компонент, y ∈ Y = {1, . . . ,M}.
2. Компоненты имеют n-мерные гауссовские плотности
с некоррелированными признаками:
µyj = (µyj1, . . . , µyjn), Σyj = diag(σ2

yj1, . . . , σ
2
yjn), j = 1, . . . , ky :

p(x |y) =

ky∑

j=1

wyjpyj(x), pyj(x) = N (x ;µyj ,Σyj),

ky∑

j=1

wyj = 1, wyj > 0;
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Эмпирические оценки средних и дисперсий

Числовые признаки: fd : X → R, d = 1, . . . , n.

Решение задачи M-шага:
для всех классов y ∈ Y и всех компонент j = 1, . . . , ky ,

wyj =
1

ℓy

∑

i : yi=y

gyij

для всех размерностей (признаков) d = 1, . . . , n

µ̂yjd =
1

ℓywyj

∑

i : yi=y

gyij fd (xi);

σ̂2
yjd =

1

ℓywyj

∑

i : yi=y

gyij
(
fd(xi )− µ̂yjd

)2
;

Замечание: компоненты «наивны», но смесь не «наивна».
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Алгоритм классификации

Подставим гауссовскую смесь в байесовский классификатор:

a(x) = argmax
y∈Y

λyPy

ky∑

j=1

wyj Nyj exp
(
−1

2ρ
2
yj(x , µyj)

)

︸ ︷︷ ︸

pyj (x)

,

Nyj = (2π)−
n
2 (σyj1 · · · σyjn)

−1 — нормировочные множители;
ρyj(x , µyj) — взвешенная евклидова метрика в X = R

n:

ρ2yj(x , µyj) =

n∑

d=1

1

σ2
yjd

(
fd (x)− µyjd

)2
.
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Сеть радиальных базисных функций

Radial Basis Functions (RBF) — трёхуровневая суперпозиция:
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Преимущества EM-RBF

EM — один из лучших алгоритмов обучения радиальных сетей.

Преимущества ЕМ-алгоритма (перед SVM, ANN):

1 ЕМ-алгоритм легко сделать устойчивым к шуму

2 ЕМ-алгоритм довольно быстро сходится

3 автоматически строится структурное описание каждого
класса в виде совокупности компонент — кластеров

Недостатки ЕМ-алгоритма:

1 ЕМ-алгоритм чувствителен к начальному приближению

2 Определение числа компонент — трудная задача
(простые эвристики могут плохо работать)
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Балансировка ошибок I и II рода. Постановка задачи

Задача классификации на два класса, Y = {−1,+1};
λy — штраф за ошибку на объекте класса y ;
модель классификации: a(x ,w ,w0) = sign

(
f (x ,w)− w0

)
.

В логистической регрессии:

f (x ,w) = 〈x ,w〉 — не зависит от {λy};

w0 = ln λ
−

λ+
— зависит только от {λy}.

На практике штрафы {λy} могут многократно пересматриваться.

Постановка задачи

Нужен удобный способ выбора w0 в зависимости от {λy},
не требующий построения w заново.

Нужна характеристика качества классификатора,
инвариантная относительно выбора {λy}.
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Определение ROC-кривой

ROC — «receiver operating characteristic».

Каждая точка кривой соответствует некоторому a(x ;w ,w0).

по оси X: доля ошибочных положительных классификаций

(FPR — false positive rate):

FPR(a,X ℓ) =

∑ℓ
i=1[yi = −1][a(xi ;w ,w0) = +1]

∑ℓ
i=1[yi = −1]

;

1− FPR(a) называется специфичностью алгоритма a.

по оси Y: доля правильных положительных классификаций

(TPR — true positive rate):

TPR(a,X ℓ) =

∑ℓ
i=1[yi = +1][a(xi ;w ,w0) = +1]

∑ℓ
i=1[yi = +1]

;

TPR(a) называется также чувствительностью алгоритма a.
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Пример ROC-кривой
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FPR, false positive rate, %

TPR, true positive rate, %
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Алгоритм эффективного построения ROC-кривой

Вход: выборка X ℓ; дискриминантная функция f (x ,w);

Выход:
{
(FPRi ,TPRi)

}ℓ

i=0
, AUC — площадь под ROC-кривой.

1: ℓy :=
∑ℓ

i=1[yi = y ], для всех y ∈ Y ;
2: упорядочить выборку X ℓ по убыванию значений f (xi ,w);
3: поставить первую точку в начало координат:

(FPR0,TPR0) := (0, 0); AUC := 0;
4: для i := 1, . . . , ℓ
5: если yi = −1 то — сместиться на один шаг вправо:
6: FPRi := FPRi−1 +

1
ℓ
−

; TPRi := TPRi−1;

AUC := AUC + 1
ℓ
−

TPRi ;
7: иначе — сместиться на один шаг вверх:
8: FPRi := FPRi−1; TPRi := TPRi−1 +

1
ℓ+

;

К. В. Воронцов (voron@forecsys.ru) Байесовская теория классификации 33 / 35



Логистическая регрессия
Восстановление смеси распределений
Балансировка ошибок и ROC-кривая

Определение ROC-кривой
Эффективное построение ROC-кривой
Градиентная максимизация AUC

Градиентная максимизация AUC

Модель: a(xi ,w ,w0) = sign
(
f (xi ,w)− w0

)
.

AUC — это доля правильно упорядоченных пар (xi , xj ):

AUC =
1

ℓ−

ℓ∑

i=1

[
yi = −1

]
TPRi =

=
1

ℓ−ℓ+

ℓ∑

i=1

ℓ∑

j=1

[
yi < yj

][
f (xi ,w) < f (xj ,w)

]
→ max

w
.

Явная максимизация аппроксимированного AUC:

Q(w) =
∑

i ,j : yi<yj

L
(
f (xj ,w)− f (xi ,w)
︸ ︷︷ ︸

Mij(w)

)
→ min

w
,

где L (M) — гладкая убывающая функция отступа,
Mij(w) — новое понятие отступа для пар объектов.
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Резюме в конце лекции

Логистическая регрессия — это линейный байесовский
классификатор, не требующий восстановления плотностей.

Позволяет оценивать апостериорные вероятности P(y |x),
нужные в прикладных задачах для оценивания рисков.

Восстановление смеси — наиболее мощный подход
к оцениванию плотности распределения по выборке.

EM-алгоритм сводит сложную многоэкстремальную задачу
к максимизации правдоподобия по компонентам смеси.

ROC и AUC — полезные меры качества классификации,
инвариантные относительно цены ошибки 1 и 2 рода.
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